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Ejército de los Andes 950
(5700) San Luis

Argentina

e-mail: avillagra@uaco.unpa.edu.ar

Tesis para optar por el grado de
Master en Ciencias de la Computación

Tutor:

Dr. Guillermo Leguizamón
Universidad Nacional de San Luis



A Luigi, Luciano y Daniel
los tres amores de mi vida.



Agradecimientos

Quiero agradecer a todos aquellos que hicieron posible que esta tesis llegue a su fin.

En primer lugar a mi director, el Dr. Guillermo Leguizamón, por sus valiosas ideas y
comentarios, por su disponibilidad para atender a todas mis consultas.

A la Universidad Nacional de la Patagonia Austral, por la ayuda económica durante el
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Resumen

Las metaheuŕısticas son estrategias de alto nivel que utilizan otras estrate-

gias para explorar el espacio de búsqueda. La optimización basada en cúmulo

de part́ıculas (PSO) es una metaheuŕıstica poblacional que ha sido exitosa-

mente aplicada para resolver problemas de optimización.

Clustering es una tarea de mineŕıa de datos y puede definirse como el proceso

de agrupar un conjunto de objetos abstractos o f́ısicos en clases similares. Un

algoritmo de clustering ampliamente aplicado en diversas aplicaciones es el

algoritmo de K-means.

Un problema de clustering puede verse como un problema de optimización

que localiza los centroides óptimos de los clusters en lugar de encontrar la

partición optima.

En este trabajo se combina la metaheuŕıstica PSO con el algoritmo de K-

means aplicada al problema de clustering, con el objetivo de mejorar los

resultados obtenidos por ambos algoritmos de forma independiente.

Los resultados obtenidos con esta propuesta h́ıbrida han sido promisorios

cuando se los ha aplicado a conjuntos de datos globulares y separados. Es

por esta razón que se extiende esta propuesta y se presenta un algoritmo

que incorpora la determinación automática del numero de clusters. Obte-

niendo resultados promisorios con esta propuesta dinámica, se presentan dos

variantes que incorporan cambios en el tipo de PSO aplicado. Estas variantes

resultan ser más robustas que su predecesora. En los siguientes caṕıtulos se

presentan conceptos teóricos y se muestran los resultados de los algoritmos y

el análisis estad́ıstico de los mismos.
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2.2. Principios de Cúmulos de Part́ıculas . . . . . . . . . . . . . . 12
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Caṕıtulo 1

Introducción

El término metaheuŕıstica fue introducido por Glover en 1986 [37] y deri-

va de dos palabras griegas. Heuŕıstica deriva de heuristikein (en griego) que

significa encontrar, y el prefijo Meta, que significa de alto nivel. El concepto

es ampliamente usado en la literatura para denominar algoritmos tales como

Algoritmos Evolutivos (AEs), Simulated Annealing (SA), Tabu Search (TS),

Particle Swarm Optimización (PSO), entre otros.

La principal caracteŕıstica de estos algoritmos [29] que son descritos en la li-

teratura pueden ser resumidas en propiedades fundamentales tales como: (a)

la búsqueda no es guiada por la naturaleza espećıfica del problema sino por

una estrategia de búsqueda de alto nivel, (b) usualmente, no son algoritmos

determińısticos y usan diferentes mecanismos para no quedar atrapados en

óptimos locales y (c) tendencias avanzadas usan mecanismos para mejorar el

proceso de búsqueda logrando un buen balance entre la diversificación y la

intensificación.

El término intensificación se refiere a la explotación de algún área promisoria

del espacio de búsqueda, mientras que la diversificación se refiere a la ex-

ploración para identificar estas áreas promisorias. En 2003, Blum y Roli [14]

describen la importancia de estos dos conceptos en su estudio del arte acerca

de metaheuŕısticas. La estrategia de exploración del espacio de búsqueda en

cada metaheuŕıstica en particular depende de su filosof́ıa.

La mineŕıa de datos es considerada uno de los puntos más importantes

de los sistemas de bases de datos y uno de los desarrollos más prometedores

interdisciplinariamente en la industria de la informática. La mineŕıa de da-

1



2 Cap. 1 Introducción

tos representa la posibilidad de buscar información dentro de un conjunto de

datos con la finalidad de extraer información nueva y útil que se encuentra

oculta en grandes volúmenes de datos [93].

El clustering es una de las principales tareas en el proceso de mineŕıa de datos

para descubrir grupos e identificar distribuciones y caracteŕısticas interesan-

tes en los datos. Es una disciplina cient́ıfica muy joven que actualmente se

encuentra bajo un vigoroso desarrollo. El análisis de clustering en mineŕıa

de datos ha desempeñado un rol muy importante en una amplia variedad de

áreas tales como: reconocimiento de patrones, análisis de datos espaciales,

procesamiento de imágenes, análisis médico, economı́a, bioinformática y bio-

metŕıa principalmente ([6], [24], [68], [87], [120], [121], [138] ).

El proceso de agrupar un conjunto de objetos f́ısicos o abstractos dentro de

clases con objetos similares se denomina clustering. El clustering consiste en

agrupar una colección dada de datos no etiquetados en un conjunto de grupos

de tal manera que los objetos que pertenecen a un grupo sean homogéneos

entre śı y buscando además, que la heterogeneidad entre los distintos grupos

sea lo más elevada posible [93].

En la literatura existe una amplia variedad de algoritmos de clustering y

muchos de ellos requieren especificar con anticipación el número de clusters.

Determinar este valor requiere de un conocimiento a priori del conjunto de

datos y lamentablemente este conocimiento no siempre es posible. Encontrar

el número de clusters óptimo para un conjunto de datos, es una tarea muy

importante y ha sido abordada en distintas investigaciones [16], [78], [119],

entre otras.

1.1. Motivación

El clustering es una de las tareas del aprendizaje no supervisado en mineŕıa

de datos en la que no se requiere una clasificación predefinida de los datos,

para particionarlos y obtener conocimiento de los mismos. Las técnicas de

clustering proveen una variedad de algoritmos con caracteŕısticas deseables

para el descubrimiento de conocimiento contenido en los datos. Un algoritmo

de clustering particional muy utilizado es el algoritmo de K-means, pues es
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muy sencillo de implementar y es uno de los más eficientes en términos del

tiempo de ejecución. Sin embargo, este algoritmo es sensible a la selección de

la partición inicial y puede converger a óptimos locales. Además, necesita co-

nocer con antelación el número de clusters del conjunto de datos para poder

realizar las particiones. Por estas razones, conociendo que la metaheuŕıstica

denominada Particle Swarm Optimization (PSO) ha resultado ser eficiente

para resolver problemas de optimización y sabiendo que un problema de clus-

tering puede ser visto como un problema de optimización, se decidió utilizar

esta metaheuŕıstica combinada con el algoritmo de K-means. La hibridación

de las metaheuŕısticas produce muy buenos resultados y es por esto que en

esta tesis se proponen algoritmos h́ıbridos. En primer lugar se presenta el

algoritmo denominado PSO+K-means que intenta hacer uso de las fortale-

zas de ambos algoritmos (PSO y K-means) para obtener mejores resultados.

Luego se presentan tres variantes del primer algoritmo. Estas variantes deno-

minadas PKD-G, PKD-L y PKD-GL son una extensión del primer algoritmo

con las siguientes caracteŕısticas: incorporan la determinación automática del

número de clusters y cada una de ellas implementa un algoritmo de PSO di-

ferente.

1.2. Aportes de la tesis

Hybrid PSO Algorithms for Dynamic Clustering; Villagra A., Pandolfi

D., Leguizamón G.; The 23rd International Conference on Industrial,

Engineering and Other Applications of Applied Intelligent Systems; Ju-

nio 1-4, 2010 Córdoba (España).(En proceso de evaluación)

Análisis de medidas no-supervisadas de calidad en clusters obtenidos

por K-means y Particle Swarm Optimization; Villagra A., Guzmán A.,

Pandolfi D., Leguizamón G.; Congreso de Inteligencia Computacional

Aplicada (CICA), en la ciudad de Buenos Aires.; Julio 2009.

Selección de Centroides para Algoritmos de Clustering a través de Técni-

cas Metaheuŕısticas; Villagra A., Pandolfi D., Leguizamón G.; XIII Con-

greso Argentino de Ciencias de la Computación - CACIC 2007; Uni-
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versidad Nacional del Nordeste, Corrientes - Universidad Tecnológica

Nacional, Resistencia. Octubre 2007. Pág. 1773 - 1783.

Hibridización de K-Means a través de Técnicas Metaheuŕısticas; Villa-

gra A., Pandolfi D., Leguizamón G.; X Workshop de Investigadores de

Ciencias de la Computación - WICC 2008; La Pampa, Argentina; Mayo

2008.; Pág. 62-65;

Algoritmos Evolutivos y su aplicabilidad en la tarea de Clasificación;

Villagra A., Pandolfi D., Lasso M., de San Pedro M., Leguizamón G. VIII

Workshop de Investigadores de Ciencias de la Computación WICC’06.

Universidad de Morón, Bs.As. Junio 2006. Pág. 203-207

1.3. Organización de la tesis

En el segundo caṕıtulo se realiza en primer lugar una introducción a las

técnicas metaheuŕısticas de optimización, estableciendo una clasificación de

las más populares. En segundo lugar se introduce un tipo concreto de éstas

técnicas metaheuŕısticas como son los algoritmos basados en cúmulos de

part́ıculas, una descripción más detallada presentando sus principales carac-

teŕısticas y aspectos fundamentales. Finalizando con una breve descripción

de metaheuŕısticas h́ıbridas.

En el tercer caṕıtulo se describe brevemente la técnica de mineŕıa de datos

junto con el proceso de descubrimiento de conocimiento en bases de datos.

Seguidamente se continúa con Clustering una de las tareas de mineŕıa de da-

tos, describiendo medidas de distancia, técnicas y medidas de evaluación. Se

finaliza con el algoritmo de K-means, un algoritmo de clustering, presentando

sus principales caracteŕısticas.

En el cuarto caṕıtulo se presenta una revisión de los algoritmos de clustering

con metaheuŕısticas, en particular metaheuŕısticas basadas en poblaciones y

clustering automático con diferentes algoritmos.

En el quinto caṕıtulo se presenta una propuesta h́ıbrida denominado PSO+K-

means, que intenta combinar las mejores caracteŕısticas de ambos algoritmos,

con el fin de obtener mejores resultados en los clusters obtenidos.
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En el sexto caṕıtulo se presenta una propuesta dinámica que agrega a la pro-

puesta anterior la posibilidad de determinar automáticamente el número de

clusters óptimo para un conjunto de datos, denominada PKD-G. Seguidamen-

te se proponen dos variantes a esta versión dinámica denominadas PKD-L y

PKD-GL, con el objetivo de mejorar los resultados de PKD-G.

Finalmente, en el séptimo caṕıtulo se presentan las conclusiones logradas por

los algoritmos propuestos y los trabajos futuros que pueden derivar de esta

tesis.
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Caṕıtulo 2

Metaheuŕısticas

2.1. Introducción a las técnicas metaheuŕısticas de Op-

timización

La optimización, en el sentido de encontrar la mejor solución o al menos

una solución lo suficientemente buena para un problema es un campo de vital

importancia en la vida real. Constantemente estamos resolviendo pequeños

problemas de optimización, como encontrar el camino más corto para ir de un

lugar a otro, la organización de la agenda, etc. En general estos problemas

son lo suficientemente pequeños y no requieren de una computadora. Pero

cuando se hacen más complejos es inevitable su uso.

Debido a la gran importancia de los problemas de optimización se han desa-

rrollado múltiples métodos para resolverlos. Una clasificación muy simple de

estos métodos se muestra en la Figura 2.1.

TECNICAS DE OPTIMIZACIÓN

APROXIMADAS

MetaheurísticasBúsqueda Local

EXACTAS

Constructivas

Figura 2.1: Clasificación de las técnicas de optimización

Inicialmente las técnicas se pueden clasificar en exactas (o enumerativas,

exhaustivas, etc.) y técnicas aproximadas. Las técnicas exactas garantizan

encontrar la solución óptima pero el inconveniente es que para obtener esta

7
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solución óptima el tiempo necesario crece exponencialmente con el tamaño

del problema y en algunos casos es imposible encontrarla por el tiempo que

demanda. Por esta razón los algoritmos aproximados intentan resolver estos

problemas, sacrificando la garant́ıa de encontrar el óptimo a cambio de en-

contrar una “buena” solución en un tiempo “razonable”.

Dentro de los algoritmos no exactos se pueden encontrar tres tipos: los heuŕısti-

cos constructivos (también llamados voraces), los métodos de búsqueda local

(o métodos de seguimiento del gradiente) y las metaheuŕısticas.

Se puede decir que una metaheuŕıstica es una estrategia de alto nivel que usa

diferentes estrategias para explorar el espacio de búsqueda.

Hay diferentes formas de clasificar y describir las técnicas metaheuŕısticas

[123]. Dependiendo de las caracteŕısticas que se seleccionen se pueden ob-

tener diferentes taxonomı́as: basadas en la naturaleza o no basadas en la

naturaleza, basadas en memoria o sin memoria, con función objetivo estática

o dinámica, etc. En este trabajo se ha elegido clasificarlas de acuerdo a si

en cada paso manipulan un único punto del espacio de búsqueda o trabajan

sobre un conjunto (población) de ellos, es decir, esta clasificación divide a las

metaheuŕısticas en basadas en trayectoria y basadas en población. Esta cla-

sificación es ampliamente utilizada en la comunidad cient́ıfica y se la muestra

de forma gráfica en la Figura 2.2.

BASADAS EN POBLACIÓN

METAHEURÍSTICAS

GRASPSA TS VNS ILS EA SS ACO PSO

BASADAS EN TRAYECTORIA

Figura 2.2: Clasificación de las Metaheuŕısticas

Las siglas de la figura se corresponden de la siguiente manera: Simulated

Annealing (SA), Tabu Search (TS), Greedy Randomized Adaptive Search Pro-

cedure (GRASP), Variable Neighborhood Search (VNS), Iterated Local Search

(ILS), Evolutionary Algorithms (EA), Scatter Search (SS), Ant Colony Op-

timization (ACO), Particle Swarm Optimization (PSO) y serán descriptas a
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continuación.

2.1.1. Metaheuŕısticas Basadas en Trayectoria

En las metaheuŕısticas basadas en trayectoria, la principal caracteŕıstica es

que parten de un punto y mediante la exploración del vecindario van variando

la solución actual, formando una trayectoria. La mayoŕıa de estos algoritmos

surgen como extensiones de los métodos de búsqueda local simple a los que

se les añade alguna caracteŕıstica para escapar de los mı́nimos locales. Esto

implica la necesidad de una condición de parada más compleja que la de

encontrar un mı́nimo local. Normalmente se termina la búsqueda cuando

se alcanza un número máximo predefinido de iteraciones, se encuentra una

solución con una calidad aceptable, o se detecta un estancamiento del proceso.

El Enfriamiento Simulado o Simulated Annealing (SA) es uno de los más

antiguos entre las metaheuŕısticas y seguramente es el primer algoritmo

con una estrategia expĺıcita para escapar de los óptimos locales. El SA

fue inicialmente presentado en [115]. La idea de este algoritmo es simular

el proceso de recocido del metal y del cristal. Para evitar quedar atrapado

en un óptimo local, el algoritmo permite elegir una solución peor que la

solución actual. En cada iteración se elige, a partir de la solución actual

s, una solución s′ del vecindario N(s). Si s′ es mejor que s (es decir que

tiene un mejor valor de función de fitness), se sustituye s por s′ como

solución actual. Si la solución s′ es peor, entonces es aceptada con una

determinada probabilidad que depende de la temperatura actual T y de

la variación en la función de fitness, f(s′)−f(s) (caso de minimización).

Esta probabilidad generalmente se calcula siguiendo la distribución de

Boltzmann:

p(s′ | T, s) = e−
f(s′)−f(s)

T (2.1)

La Búsqueda Tabu o Tabu Search (TS) es una de las metaheuŕısticas

que se han aplicado con más éxito a la hora de resolver problemas de

optimización combinatoria. Los fundamentos de este método fueron in-

troducidos en [37]. La idea básica de la búsqueda tabú es el uso expĺıcito

de un historial de la búsqueda (una memoria de corto plazo), tanto para
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escapar de los óptimos locales como para implementar su estrategia de

exploración y evitar buscar varias veces en la misma región. Esta memo-

ria a corto plazo es implementada en esta técnica como una lista tabú,

donde se mantienen las soluciones visitadas más recientemente para ex-

cluirlas de los próximos movimientos. En cada iteración se elige la mejor

solución entre las permitidas y la solución es añadida a la lista tabú.

El Procedimiento de Búsqueda Miope Aleatorizado y Adaptativo o The

Greedy Randomized Adaptive Search Procedure (GRASP)[128] es una

metaheuŕıstica simple que combina heuŕısticos constructivos con búsque-

da local. GRASP es un procedimiento iterativo compuesto de dos fases:

primero una construcción de una solución y después un proceso de me-

jora. La solución mejorada es el resultado del proceso de búsqueda.

La Búsqueda en Vecindario Variable o Variable Neighborhood Search

(VNS) es una metaheuŕıstica propuesta en [85], que aplica expĺıcitamente

una estrategia para cambiar entre diferentes estructuras de vecindario de

entre un conjunto de ellas definidas al inicio del algoritmo. Este algoritmo

es muy general y con muchos grados de libertad a la hora de diseñar

variaciones e instanciaciones particulares.

La Búsqueda Local Iterada o Iterated Local Search (ILS)[127] es una

metaheuŕıstica basada en un concepto simple pero muy efectivo. En cada

iteración, la solución actual es perturbada y a esta nueva solución se le

aplica un método de búsqueda local para mejorarla. Este nuevo óptimo

local obtenido por el método de mejora puede ser aceptado como nueva

solución actual si pasa un test de aceptación.

2.1.2. Metaheuŕısticas Basadas en Población

Las metaheuŕısticas basadas en población se caracterizan por trabajar

con un conjunto de soluciones (población) en cada iteración, a diferencia

de los métodos anteriormente descritos que únicamente utilizan un punto

del espacio de búsqueda por iteración. El resultado final proporcionado por

este tipo de algoritmos depende fuertemente de la forma en que manipula la

población.
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Algoritmos Evolutivos o Evolutionary Algorithms (EA) [122] se inspiran

en la capacidad de la naturaleza para evolucionar seres y adaptarlos a

los cambios. Esta familia de técnicas sigue un proceso iterativo y es-

tocástico que opera sobre una población de individuos. Cada individuo

representa una solución potencial al problema que se está resolviendo.

Inicialmente, la población se genera aleatoriamente. Cada individuo en la

población tiene asignado, por medio de una función de aptitud (fitness),

una medida de su bondad con respecto al problema bajo consideración.

Este valor es la información cuantitativa que el algoritmo usa para guiar

su búsqueda. La modificación de la población se lleva a cabo mediante

tres operadores: selección, recombinación y mutación. Se han propues-

to diferentes algoritmos basados en este esquema general que fueron

desarrollados independientemente: Programación Evolutiva desarrolla-

da por Fogel [74]; Estrategias Evolutivas, propuesta por Rechenberg en

[47]; Algoritmos Genéticos introducidos por Holland en [44] y Evolución

Diferencial propuesta por Storn y Price en [100] y [101].

Búsqueda Dispersa o Scatter Search (SS) [38] se basa en mantener un

conjunto relativamente pequeño de soluciones tentativas (llamado “con-

junto de referencia”) que se caracteriza tanto por contener buenas solu-

ciones como soluciones diversas. Este conjunto se divide en subconjuntos

de soluciones a las cuales se les aplica una operación de recombinación

y mejora. Para realizar la mejora o refinamiento de soluciones se suelen

usar mecanismos de búsqueda local.

Colonia de Hormigas o Ant Colony Optimization [77] (ACO) inspirada

en el comportamiento de las hormigas cuando realizan la búsqueda de

comida. Este comportamiento es el siguiente: inicialmente, las hormigas

exploran el área cercana a su nido de forma aleatoria. Tan pronto como

una hormiga encuentra comida, la lleva al nido, dejando en su camino

una sustancia qúımica denominada feromona. Esta sustancia ayudará al

resto de las hormigas a encontrar el camino de la comida. Esta comuni-

cación indirecta entre las hormigas mediante el rastro de feromona las

capacita para encontrar el camino más corto entre el nido y la comi-
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da. La metaheuŕıstica intenta simular esta funcionalidad para resolver

problemas de optimización.

Algoritmos Basados en Cúmulos de Part́ıculas o Particle Swarm Optimi-

zation (PSO)[52] están inspirados en el comportamiento social del vuelo

de bandadas de aves o el movimiento de los bancos de peces. Se funda-

menta en los factores que influyen en la toma de decisión de un agente

que forma parte de un conjunto de agentes similares. La decisión de ca-

da agente se realiza conforme a un componente social y un componente

individual, mediante los que se determina el movimiento de este agente

para alcanzar una nueva posición en el espacio de soluciones. La meta-

heuŕıstica intenta simular este comportamiento para resolver problemas

de optimización.

En esta Sección se ha descrito de forma introductoria el campo de las

metaheuŕısticas. Dado que este trabajo se centra en los algoritmos basados en

cúmulo de part́ıculas, los mismos se describen detalladamente a continuación.

2.2. Principios de Cúmulos de Part́ıculas

Durante mucho tiempo se ha intentado modelar el comportamiento psi-

cológico, f́ısico y biológico del universo y de los seres de los que se tiene

conocimiento. La ciencia de la computación no podŕıa ser la excepción.

La cultura humana y la cognición son aspectos de un proceso individual. Las

personas aprenden de otras personas no sólo datos sino métodos para proce-

sarlos. Bandura ha explicado teoŕıas acerca del aprendizaje que ocurre cuando

los individuos observan el comportamiento de otro [1] : “Si sólo pudiéramos

adquirir el conocimiento a través del efecto de las acciones de uno mismo, el

proceso del desarrollo del conocimiento cognitivo y social podŕıa ser en gran

medida lento, por no decir extremadamente tedioso . . . . Afortunadamente,

la mayor parte del comportamiento humano es aprendido a través del mo-

delado . . . . La capacidad de aprender por medio de la observación posibilita

ampliar sus conocimientos e ideas sobre las bases de información exhibidas y

publicadas por otros.”
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El aprendizaje no sólo se da de una persona a otra. Un individuo puede ad-

quirir el conocimiento por algunos otros medios como los libros, medios de

comunicación, Internet, etc. Sin embargo, el conocimiento y las ideas se trans-

miten de una persona a otra, por lo tanto la población converge a un proceso

óptimo. Kennedy y Eberhart [52] describen un sistema que opera simulando

el proceso de aprendizaje en tres niveles:

Los individuos aprenden localmente de sus vecinos. Las personas son

conscientes de la interacción con sus vecinos, recabando conocimientos de

ellos y compartiendo los suyos. El aprendizaje social local es fácilmente

medible y es un fenómeno bien documentado.

La difusión del conocimiento a través del aprendizaje social resulta en un

proceso emergente a nivel grupal. Este fenómeno sociológico, económico

o poĺıtico es visto regularmente en creencias, actitudes, comportamientos

y otros atributos a través de individuos en una población.

Todas las interacciones son locales, los conocimientos e innovaciones son

transmitidos por la cultura desde quien lo origina hasta alguien más dis-

tante, impulsando la combinación de varias innovaciones que resultan

en métodos de mejora. Este efecto global es, en gran parte, transparen-

te para quienes interactúan en el sistema quienes son los que resultan

beneficiados.

2.3. Algoritmos Basados en Cúmulos de Part́ıculas (PSO)

Un “Algoritmo Basado en Cúmulo de Part́ıculas”1 o Particle Swarm Opti-

mization es una técnica metaheuŕıstica basada en poblaciones e inspirada en

el comportamiento social del vuelo de las bandadas de aves o el movimiento

de los bancos de peces. PSO fue originalmente desarrollado por el psicólogo-

sociólogo Jammes Kennedy y por el ingeniero electrónico Russell Eberhart

en 1995, basándose en un enfoque conocido como la “metáfora social” [52],

que describe a este algoritmo y que se puede resumir de la siguiente forma:

1En la literatura se puede encontrar como población, nube, enjambre o colmena (swarm) de part́ıculas.
En este trabajo se usará el término “cúmulo”.



14 Cap. 2 Metaheuŕısticas

los individuos que conviven en una sociedad tienen una opinión que es parte

de un “conjunto de creencias”(el espacio de búsqueda) compartido por todos

los posibles individuos. Cada individuo puede modificar su propia opinión

basándose en tres factores:

Su conocimiento sobre el entorno (su valor de fitness)

Su conocimiento histórico o experiencias anteriores (su memoria).

El conocimiento histórico o experiencias anteriores de los individuos si-

tuados en su vecindario.

Siguiendo ciertas reglas de interacción, los individuos en la población adaptan

sus esquemas de creencias al de los individuos con más éxito de su entorno.

Con el tiempo surge una cultura cuyos individuos tienen un conjunto de

creencias estrechamente relacionado.

Como se mencionó anteriormente, el principio natural en el que se basa el

PSO es el comportamiento de una bandada de aves o de un cardumen. En la

Figura 2.3 se muestran ejemplos de cúmulos en la naturaleza. Supongamos

que una de estas bandadas busca comida en un área y que solamente hay una

pieza de comida en dicha área. Los pájaros no saben dónde está la comida

pero śı conocen su distancia a la misma, por lo que la estrategia más eficaz

para hallar la comida es seguir al ave que se encuentre más cerca de ella.

PSO simula este escenario para resolver problemas de optimización. Cada

solución (part́ıcula) es un “ave”en el espacio de búsqueda que está siempre

en continuo movimiento y que nunca muere, es decir, cambia su velocidad y

posición pero permanece en el cúmulo.

El cúmulo de part́ıculas es un sistema multiagente, es decir, un sistema

donde las part́ıculas son los agentes simples que se mueven por el espacio de

búsqueda y que guardan (y posiblemente comunican) la mejor solución que

han encontrado. Cada part́ıcula tiene un fitness, una posición y un vector

velocidad que dirige su “movimiento”. El movimiento de las part́ıculas por

el espacio está guiado por las part́ıculas óptimas en el momento actual. En
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Figura 2.3: Ejemplos de cúmulos en la naturaleza

analoǵıa con los paradigmas de computación evolutiva, un cúmulo es similar

a una población, mientras que una part́ıcula es similar a un individuo.

Los algoritmos basados en cúmulo de part́ıculas han sido aplicados exito-

samente en diferentes campos de investigación. Ejemplos de algunos trabajos

son: optimización de funciones numéricas [142], entrenamiento de redes neu-

ronales [40], aprendizaje de sistemas difusos [73], Clasificación de imágenes,

mineŕıa de textos [140], Problema del viajante de comercio e ingenieŕıa qúımi-

ca [15], entre otros.

2.4. Algoritmo de PSO

Un algoritmo de PSO mantiene un cúmulo de part́ıculas, donde cada

part́ıcula representa una solución al problema. Las part́ıculas “vuelan” a

través de un espacio de búsqueda multidimensional, donde la posición de

cada part́ıcula se ajusta de acuerdo a su propia experiencia y a la experiencia

de sus vecinos. Supongamos que xi(t) representa la posición de la part́ıcula i

en el espacio de búsqueda en tiempo t (discreto). La posición de la part́ıcula

cambia agregando una velocidad, vi, a la posición de la part́ıcula, esto es,

xi(t + 1) = xi(t) + vi(t + 1) (2.2)

donde xi(0) ∼ U(xmin, xmax).

El vector velocidad dirige el proceso de optimización y refleja el cono-

cimiento de la experiencia de la part́ıcula y la información intercambiada
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socialmente con los vecinos de la part́ıcula. La experiencia de la part́ıcula re-

presenta la componente cognitiva y la información intercambiada socialmente

representa la componente social de la ecuación de velocidad.

Originalmente se desarrollaron dos algoritmos de PSO, que difieren en el

tamaño del vecindario. Estos dos algoritmos llamados PSO Global o gbest

PSO y PSO Local o lbest PSO, se muestran a continuación.

2.4.1. PSO Global

El vecindario para cada part́ıcula en el PSO global o gbest PSO es el

cúmulo completo. La red social empleada por gbest PSO refleja una topoloǵıa

estrella.

Para la topoloǵıa estrella del vecindario, la actualización del componente

social de la velocidad de la part́ıcula refleja la información obtenida de todas

las part́ıculas del cúmulo. En este caso la información social es la mejor po-

sición encontrada por el cúmulo, representada por ŷ(t).

Para gbest PSO, la velocidad de la part́ıcula i se calcula como:

vij(t + 1) = vij(t) + c1r1j[yij(t)− xij(t)] + c2r2j[ŷj(t)− xij(t)] (2.3)

donde vij(t) es la velocidad de la part́ıcula i en la dimension j = 1, . . . , nx

en el tiempo t, xij(t) es la posición de la part́ıcula i en la dimensión j en

el tiempo t, c1 y c2 son constantes de aceleración positiva usadas para esca-

lar la contribución de las componentes sociales y cognitiva respectivamente,

y r1j(t), r2j(t) ∼ U(0, 1) son valores aleatorios entre [0, 1], con distribución

uniforme. Estos valores introducen el elemento estocástico al algoritmo.

La mejor posición personal, yi, asociada a la part́ıcula i es la mejor po-

sición que la part́ıcula ha visitado desde el primer momento. Considerando

problemas de minimización, para establecer la mejor posición personal, se

calcula como:

yi(t + 1) =

{
yi(t) si f(xi(t + 1)) ≥ f(yi(t))

xi(t + 1) si f(xi(t + 1)) < f(yi(t))
(2.4)
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donde f es la función de aptitud (fitness). Al igual que en los algoritmos

evolutivos, la función de fitness cuantifica la performance o calidad de una

part́ıcula (solución).

La mejor posición global, se define como:

ŷ(t) ∈ {y0, . . . , yns
(t)} dondef(ŷ) = mı́n{f(y0(t)), . . . , f(yns

(t))} (2.5)

donde ns es el número total de part́ıculas en el cúmulo. La ecuación 2.5

representa la mejor posición encontrada por cualquiera de las part́ıculas. La

mejor posición global puede seleccionarse entre las part́ıculas del cúmulo ac-

tual:

ŷ(t) = min{f(y0(t)), . . . , f(yns(t)))} (2.6)

El algoritmo gbest PSO se muestra a continuación en el Algoritmo 1.

Algoritmo 1 Algoritmo gbest PSO

1: Crear e Inicializar S /* S = Cúmulo de tamaño ns*/

2: repeat

3: for cada part́ıcula i = 1,. . .,S.ns do

4: /*Establece la mejor posición personal*/

5: if f(S.xi) < f(S.yi) then

6: S.yi = S.xi

7: end if

8: /*Establece la mejor posición del vecindario */

9: if f(S.yi) < f(S.ŷi) then

10: S.ŷi = S.yi

11: end if

12: end for

13: for cada part́ıcula i = 1,. . .,S.ns do

14: Actualiza la velocidad usando la ecuación (2.3)

15: Actualiza la posición usando la ecuación (2.2)

16: end for

17: until Condición de parada sea verdadera
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2.4.2. PSO Local

En el algoritmo PSO Local, o Lbest PSO, la selección del vecindario

está basado simplemente en el ı́ndice de la part́ıcula (versión básica de PSO),

es decir que su estructura no necesariamente refleja una topoloǵıa particular.

Las razones de esto son:

Es más eficiente.

Promueve la dispersion de información independientemente de la ubica-

ción de las part́ıculas en el espacio de búsqueda.

La velocidad se calcula como:

vij(t + 1) = wvij(t) + c1r1j(t)[yij(t)− xij(t)] + c2r2j(t)[ŷij(t)− xij(t)] (2.7)

donde ŷij es la mejor posición, encontrada por la part́ıcula i en su vecin-

dario en la dimensión j. La mejor posición local de la part́ıcula, ŷi, es decir,

la mejor posición encontrada en el vecindario Ni, se define como:

ŷi(t + 1) ∈ {Ni|f(ŷi(t + 1)) = min{f(x)},∀x ∈ Ni} (2.8)

donde el vecindario se define como:

Ni = {yi−nNi
(t), yi−nNi

+1(t), . . . ., yi−1(t), yi(t), . . . , yi+nNi
(t)} (2.9)

para vecindarios de tamaño nNi
.

El gbest PSO es una caso especial del algoritmo lbest PSO con nNi
= ns.

El algoritmo lbest PSO se muestra en el Algoritmo 2.

2.4.3. Análisis del PSO

El cálculo de la velocidad dado en las Ecuaciones 2.3 y 2.7 está compuesto

por:

Velocidad previa, vi(t), representa la memoria de la dirección de vuelo

previa (o movimiento pasado inmediato) y es la componente inercial.



2.4 Algoritmo de PSO 19

Algoritmo 2 Algoritmo lbest PSO

1: Crear e Inicializar S /* S = Cúmulo de tamaño ns*/

2: repeat

3: for cada part́ıcula i = 1,. . .,S.ns do

4: /*Establece la mejor posición personal*/

5: if f(S.xi) < f(S.yi) then

6: S.yi = S.xi

7: end if

8: /*Establece la mejor posición del vecindario */

9: if f(S.yi) < f(S.ŷi) then

10: S.ŷi = S.yi

11: end if

12: end for

13: for cada part́ıcula i = 1,. . .,S.ns do

14: Actualiza la velocidad usando la ecuación (2.7)

15: Actualiza la posición usando la ecuación (2.2)

16: end for

17: until Condición de parada sea verdadera

Componente cognitiva, c1r1(yi − xi), cuantifica el desempeño de la

part́ıcula i respecto a su desempeño pasado (memoria individual).

Componente Social, c2r2(ŷ−xi), para gbest, o c2r2(ŷi−xi) para lbest,

cuantifica el desempeño de la part́ıcula con respecto al cúmulo total

(gbest) o su respectivo vecindario (lbest).

Los coeficientes c1 y c2 (y los respectivos valores aleatorios r1 y r2) contro-

lan la influencia estocástica de las componentes cognitivas y sociales sobre la

velocidad de la part́ıcula; w es el factor de inercia que provee diversidad a la

part́ıcula.

Algunos aspectos a tener en cuenta en ambos algoritmos lbest y gbest PSO

son: la inicialización de los parámetros y el criterio de parada.

Generalmente las posiciones de las part́ıculas se inicializan para cubrir uni-

formemente el espacio de búsqueda. Es importante notar que la eficiencia del

PSO está influenciada por la diversidad inicial del cúmulo, es decir, cuanto

se cubre del espacio de búsqueda y cuán bien están distribuidas sobre el es-

pacio de búsqueda. Si no se cubren regiones en el espacio de búsqueda con el
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cúmulo inicial, el PSO tendrá dificultades para encontrar el óptimo si éste se

encuentra en una región que no está cubierta.

Se asume que un óptimo necesita estar ubicado dentro del dominio definido

por dos vectores, xmin y xmax, los que representan los rangos mı́nimos y máxi-

mos en cada dimensión. Por lo tanto, un método de inicialización eficiente

para inicialización de una part́ıcula es:

x(0) = xminj + rj(xmaxj − xminj),∀j = 1, . . . , nx,∀i = 1, . . . , ns (2.10)

donde rj ∼ U(0, 1).

Las velocidades iniciales pueden inicializase en cero, es decir:

vi = 0 (2.11)

Se han propuesto diferentes esquemas para inicializar las posiciones de las

part́ıculas. Estos esquemas se han utilizado principalmente para asegurar que

el espacio de búsqueda se cubra uniformemente, algunos han sido propuestos

en [35], [96], [97].

Como criterios de parada para PSO se pueden usar los siguientes:

Terminar cuando se exceda un número de iteraciones. Este criterio se usa

generalmente con criterios de convergencia para forzar la finalización si

el algoritmo no converge. Usado por si solo, este criterio es útil para

estudios donde el objetivo es evaluar la mejor solución encontrada en un

peŕıodo de tiempo restringido.

Terminar cuando se encontró una solución aceptable. Se asume que x∗

representa el óptimo para la función objetivo f . Entonces este criterio

terminará el proceso de búsqueda cuando una part́ıcula xi cumpla que

f(xi) ≤ |f(x∗)− ε|, es decir que se alcance un error aceptable. El valor

de ese error debe seleccionarse con cuidado. Esta condición de parada

asume un conocimiento previo de cuál es el óptimo, sin embargo, este

conocimiento generalmente no está disponible.
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Terminar cuando el radio del cúmulo esté normalizado. Este valor se

calcula como [134] :

Rnorm =
Rmax

diameter(S)
(2.12)

donde diameter(S) es el diámetro del cúmulo inicial y Rmax es:

Rmax =‖ xm − ŷ ‖,m = 1, . . . , ns (2.13)

con

‖ xm − ŷ ‖≥‖ xi − ŷ ‖,∀i = 1, . . . , ns (2.14)

El algoritmo termina cuando Rnorm < ε. Si ε es demasiado grande, el

proceso de búsqueda finalizará prematuramente antes de encontrar una

buena solución. Caso contrario, si ε es demasiado pequeño, la búsque-

da llevará demasiadas iteraciones. Una manera alternativa para el radio

mı́nimo es a través de un proceso de “clustering de part́ıculas” de acuer-

do al siguiente algoritmo.

El resultado del algoritmo es un cluster C. Si se cumple que |C|
ns

> δ, se

considera que el cúmulo de part́ıculas ha convergido. Un valor de δ = 0,8

significa que el 80% de las part́ıculas están centradas alrededor del me-

jor global.

Algoritmo 3 Algoritmo Clustering de Part́ıculas

1: Cluster inicial C = ŷ

2: for alrededor de 5 veces do

3: Calcular el centroide del cluster C:

4: x̂ =
∑|C|

i=1,xi∈C xi

|C|
5: for ∀xi ∈ S do

6: if ‖ xx − x̄ ‖< ε then

7: C ←− C⋃
xi

8: end if

9: end for

10: end for

2.4.4. Variaciones al PSO Básico

El PSO básico ha sido exitosamente aplicado a un número de problemas.

Sin embargo, a veces presenta dificultades para converger a buenas solucio-
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nes. Se han propuesto varias modificaciones a este algoritmo con el fin de

mejorar la velocidad de convergencia y la calidad de las soluciones encon-

tradas. Estas modificaciones incluyen acotar la velocidad, restricciones en la

velocidad, diferentes formas de calcular la mejor posición global y la mejor

posición personal y diferentes modelos de velocidad.

Acotar la velocidad: Un aspecto importante para determinar la eficien-

cia y la exactitud de un algoritmo de optimización es el seguimiento de

la exploración y la explotación. La exploración es la habilidad de un

algoritmo de búsqueda para explorar diferentes regiones del espacio de

búsqueda con el fin de encontrar soluciones óptimas. La explotación,

por otro lado, es la habilidad de profundizar la búsqueda alrededor de

un area promisoria, con el fin de refinar una solución candidata. Un buen

algoritmo de optimización tratará de encontrar un balance entre estos

dos objetivos contrapuestos. En PSO estos objetivos se manejan con la

forma de actualizar la velocidad.

Para controlar la exploración de la part́ıcula la velocidad se ajusta den-

tro de un ĺımite [103]. Si la velocidad de la part́ıcula excede el máximo de

velocidad especificada, la velocidad de la part́ıcula se asigna a esa velo-

cidad máxima. Supongamos que Vmáx,j representa la velocidad máxima

permitida en la dimensión j. Entonces la velocidad de la part́ıcula se

ajusta antes de actualizar la posición de la siguiente forma:

vij(t + 1) =

{
v′ij(t + 1) si v′ij(t + 1) < Vmáx,j

Vmáx,j si v′ij(t + 1) ≥ Vmáx,j

(2.15)

donde v′ij se calcula usando la ecuación 2.3 o 2.7. El valor de Vmáx,j es muy

importante ya que controla la granularidad en la búsqueda ajustando

la velocidad. Grandes valores de Vmáx,j facilitan la exploración global,

mientras los valores pequeños mejoran la explotación local. Si Vmáx,j es

muy pequeña, el cúmulo puede explorar no suficientemente el espacio de

búsqueda y si Vmáx,j es demasiado grande, se corre el riesgo de perder

buenas regiones.

Con el fin de encontrar un balance entre la explotación y la exploración,

usualmente Vmáx,j se fija en una fracción del dominio del espacio de
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búsqueda. Es decir,

Vmáx,j = δ(xmáx,j − xmı́n,j) (2.16)

donde xmáx,j y xmı́n,j son respectivamente los valores máximos y mı́nimos

del dominio x en la dimensión j, y δ ∈ (0, 1]. El valor de δ es dependiente

del problema [80], [143].

Peso de inercia: es importante para manejar la convergencia, la explora-

ción y explotación (se denota con w). Valores grandes de w facilitan la

exploración, al incrementar la diversidad. Un valor pequeño de w pro-

mueve la explotación local. Sin embargo, valores demasiado pequeños

eliminan la habilidad del cúmulo en cuanto a la exploración.

Al igual que la velocidad máxima, el valor óptimo del peso de inercia

es dependiente del problema [143]. El valor w puede definirse de for-

ma estática, aunque existen trabajos donde este valor se va cambiando

dinámicamente [7], [45], [58], [116], [144], entre otros.

Coeficiente de restricción: Un enfoque similar al peso de inercia es el

coeficiente de restricción propuesto en [75] y [76], donde las velocidades

están restringidas por una constante.

Modelos de velocidad: Se ha investigado un número de variaciones al

PSO, que incluyen componentes diferentes en la ecuación de velocidad,

y como se determinan las mejores posiciones [53].

Para concluir este caṕıtulo se realizará a continuación una breve descripción

de metaheuŕısticas h́ıbridas la cual es un área promisoria de investigación y

además, es el enfoque utilizado en esta tesis como propuesta de mejora.

2.5. Hibridación de metaheuŕısticas

Un tema de investigación muy prometedor es la hibridación de meta-

heuŕısticas. Esta hibridación puede realizarse de diferentes formas [29]. La

primera forma consiste en incluir componentes de una metaheuŕıstica en otra

metaheuŕıstica. La segunda forma se refiere a sistemas denominados como
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de búsqueda cooperativa que consiste en algoritmos que intercambian infor-

mación de alguna manera. Y finalmente, la tercera forma corresponde a la

integración de metaheuŕısticas con métodos de inteligencia artificial y con

métodos de investigación operativa.

A continuación se describe brevemente cada una de estas hibridaciones:

Intercambio de componentes entre metaheuŕısticas. Este tipo de hibri-

dación es muy popular y consiste en el uso de métodos basados en tra-

yectoria y en métodos basados en población. El poder de los métodos

basados en población se basa en el concepto de recombinar soluciones

para obtener nuevas soluciones. Esto permite a este tipo de algoritmos

realizar pasos guiados en el espacio de búsqueda y que son usualmente

más “grandes” que los pasos realizados por los algoritmos basados en

trayectorias. En contraste, la fortaleza de los métodos basados en tra-

yectoria se basa en como explotan las regiones promisorias del espacio

de búsqueda. En estos métodos la búsqueda local es un componente con-

ductor; un área promisoria del espacio de búsqueda es explotada de una

forma más estructurada que en los métodos basados en población. De

esta forma existe menor posibilidad de estar cerca de soluciones bue-

nas pero pasarlas por alto como puede pasar en los métodos basados

en población. Por estas razones, las metaheuŕısticas h́ıbridas son a me-

nudo exitosas ya que combinan las ventajas de los métodos basados en

población con la fortaleza de los métodos basados en trayectoria.

Búsqueda Cooperativa. La hibridación por búsqueda cooperativa consiste

en una búsqueda realizada por diferentes algoritmos que intercambian

información sobre estados, modelos, subproblemas, soluciones o carac-

teŕısticas del espacio de búsqueda. En general este tipo de hibridación

consiste en la ejecución paralela de algoritmos de búsqueda con un nivel

de comunicación variante.

Metaheuŕısticas integradas con métodos de inteligencia artificial e inves-

tigación operativa. Algunas posibles formas de integración pueden ser

por ejemplo, las metaheuŕısticas integradas con métodos de árboles de

búsqueda; donde se podŕıa aplicar un método de árbol de búsqueda para
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generar una solución parcial y luego aplicar una metaheuŕıstica para fi-

nalizar la búsqueda. También se podŕıan usar técnicas de programación

con restricciones para reducir el espacio de búsqueda de un problema.

Otra combinación posible podŕıa consistir en incorporar conceptos o es-

trategias de otra clase de algoritmos dentro de otros algoritmos. Por

ejemplo, el concepto de búsqueda tabu en árboles de búsqueda.

En caso de desear profundizar sobre algunas de estas formas de hibridación

se puede consultar en [36], [48], [118], [124], entre otros.

2.6. Conclusión

Las metaheuŕısticas son estrategias de alto nivel que usan diferentes méto-

dos para explorar el espacio de búsqueda. Pueden clasificarse como basadas en

trayectorias y basadas en población. Las metaheuŕısiticas basadas en trayec-

toria parten de un punto y mediante la exploración del vecindario actualizan

la solución actual, generando de esa manera una trayectoria. Las basadas en

población, se caracterizan por trabajar con un conjunto de soluciones (po-

blación) en cada iteración.

Una metaheuŕıstica poblacional es Particle Swarm Optimization o PSO que

se suele traducir como optimización por cúmulo de part́ıculas. Está basada

en modelos psico-sociales respecto a la influencia y al aprendizaje social. Los

algoritmos basados en cúmulos de part́ıculas han sido aplicados exitosamente

en diferentes campos de investigación y en particular en problemas de opti-

mización.

La hibridación de metaheuŕısticas es un área promisoria de investigación y

se han obtenido exitosas aplicaciones utilizando hibridación.
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Caṕıtulo 3

Mineŕıa de Datos

En la sociedad actual se ha producido un gran crecimiento de las bases de

datos y una necesidad de aumento de las capacidades de almacenamiento que

no pueden resolverse por métodos manuales. Por este motivo se hacen necesa-

rias técnicas y herramientas informáticas que ayuden, de forma automática,

en el análisis de esas grandes cantidades de datos. La mineŕıa de datos (en

inglés data mining) es una de las técnicas más utilizadas actualmente para

analizar la información de las bases de datos. Se fundamenta en varias disci-

plinas, como la estad́ıstica, la visualización de datos, sistemas para toma de

decisión, el aprendizaje automático o la computación paralela y distribuida,

beneficiándose de los avances en estas tecnoloǵıas pero difiriendo de ellas en la

finalidad que persigue: extraer patrones, describir tendencias, predecir com-

portamientos y, sobre todo, ser provechosa en la investigación computarizada

que envuelve la sociedad actual con amplias bases de datos de escasa utilidad.

La mineŕıa de datos no es más que una etapa, aunque la más importante, del

descubrimiento de la información en bases de datos (KDD, sus respectivas

siglas en inglés para Knowledge Discovery in Databases). Este proceso consta

de varias fases, como se detalla más adelante, e incorpora distintas técnicas

del aprendizaje automático, las bases de datos, la estad́ıstica, la inteligencia

artificial y otras áreas de la informática y de la información en general. Son

muchos los campos y muy variados en los que la mineŕıa de datos puede

resultar muy útil y eficaz. En śıntesis, se pueden establecer como objetivos

prioritarios de la mineŕıa de datos los siguientes:

Identificación de patrones significativos o relevantes.

27
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Procesamiento automático de grandes cantidades de datos.

Presentación de los patrones como conocimiento adecuado para satisfa-

cer los objetivos de los usuarios.

A continuación se detalla sintéticamente algunas ventajas del proceso de

mineŕıa de datos:

Proporciona poder de decisión a los usuarios y es capaz de medir las

acciones y resultados de la mejor manera.

Contribuye a la toma de decisiones tácticas y estratégicas.

Supone un ahorro económico a las empresas y abre nuevas posibilidades

de negocio.

Es capaz de generar modelos prescriptivos y descriptivos.

En la siguiente sección se describen los pasos involucrados en el proceso

de descubrimiento de conocimiento en bases de datos.

3.1. Pasos necesarios para la extracción de conocimien-

to

Como se señaló anteriormente, la mineŕıa de datos es sólo una fase de un

proceso más amplio cuya finalidad es el descubrimiento de conocimiento en

bases de datos (KDD). Independientemente de la técnica que se use en el

proceso de extracción de datos, los pasos que deben ser seguidos son siempre

los mismos:

Definición del problema. En el proceso de mineŕıa de datos el primer

paso consiste en definir claramente el problema que se intenta abordar.

Integración y recopilación de datos. En un primer momento, hay

que localizar las fuentes de información, y los datos obtenidos se llevan

a un formato común para que resulten más operativos. Lo más frecuen-

te es que los datos necesarios para llevar a cabo un proceso de KDD
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pertenezcan a distintos departamentos, a diferentes organizaciones o in-

cluso nunca hayan sido recopilados por no considerarlos interesantes. Es

posible también que haya que buscar datos complementarios de infor-

maciones oficiales. Por tanto, resulta conveniente utilizar algún método

de automatización para la exploración de esos datos y encontrar posibles

inconsistencias.

Filtrado. Una vez homogeneizados los datos, se filtran y se rechazan los

no válidos o los incorrectos, según las necesidades, o bien se corrigen o

se reduce el número de variables posibles mediante clustering, redondeo,

etc. Este proceso previo es necesario porque se tardaŕıa mucho tiempo en

llegar a conclusiones si se trabajara con todos los datos. El subconjunto

de datos que se va a minar se denomina vista minable. Aunque se haya

procesado, la mayoŕıa de las veces se tiene una gran cantidad de datos.

Un buen sistema es utilizar una muestra (sample) a partir de algunos

datos.

Fase de mineŕıa de datos. Una vez realizado el filtrado, se tiene que

producir nuevo conocimiento que pueda ser utilizado por el usuario. Hay

que obtener un modelo de conocimiento que se base en los datos recopi-

lados y para ello hay que determinar la tarea de mineŕıa más adecuada,

descriptiva o predictiva; posteriormente, elegir el tipo de modelo aunque

pueden también usarse varias técnicas a la vez para generar distintos

modelos teniendo en cuenta que cada técnica obliga a un preproceso di-

ferente de los datos. Y, por último, hay que elegir el algoritmo de mineŕıa

que solucione la tarea y logre el tipo de modelo que se esté buscando.

Las componentes básicas de los métodos de mineŕıa son, por tanto:

• Lenguaje de representación del modelo. Es muy importante

que se sepan las suposiciones y restricciones en la representación

empleada para construir modelos.

• Evaluación del modelo. En cuanto a predictividad se basa en

técnicas de validación cruzada (Cross Validation) en cuanto a cali-

dad descriptiva del modelo se basan en principios como el de máxima

verosimilitud (Maximum Likelihood) o en el principio de longitud de
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descripción mı́nima o MDL (Minimum Description Length). Actual-

mente se están utilizando mucho curvas ROC (Receiver Operating

Characteristics) para evaluar algoritmos.

• Método de búsqueda. Se puede dividir en búsqueda de paráme-

tros y búsqueda del modelo y determinan los criterios que se siguen

para encontrar los modelos (hipótesis). Algunas de las técnicas más

comunes son las siguientes:

◦ Árboles de decisión y reglas de clasificación que realizan cortes

sobre una variable.

◦ Análisis preliminar de datos usando herramientas de consultas.

Éste puede ser el caso de realizar una consulta SQL sobre un

conjunto de datos con el fin de rescatar algunos aspectos rele-

vantes.

◦ Redes neuronales artificiales. Son modelos predictivos, no linea-

les, que aprenden a través del entrenamiento.

◦ Métodos de clasificación y regresiones no-lineales.

◦ Métodos basados en ejemplos protot́ıpicos que hacen aproxima-

ciones sobre la base de ejemplos más conocidos.

◦ Métodos gráficos de dependencias probabiĺısticas en donde se

usan sobre todo redes bayesianas.

◦ Modelos relacionales: programación lógica inductiva o ILP en

donde la búsqueda del modelo se basa en lógica y heuŕıstica.

◦ Reglas de asociación que relacionan un conjunto de pares que

relacionan atributo-valor con otros pares atributo-valor.

◦ Clustering: agrupan datos cuya distancia multidimensional den-

tro de la clase es pequeña y entre clases es grande.

• Fase de interpretación y evaluación del modelo. Una vez que

se ha obtenido el modelo hay que proceder a su validación, com-

probando que las conclusiones son válidas y satisfactorias, es decir,

verificando si los resultados obtenidos son coherentes. Si se hubie-

ran obtenido varios modelos por utilizar diferentes técnicas habŕıa

que buscar el que mejor se ajuste al tema. Aśı, habŕıa que compa-
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rar esos resultados con los obtenidos por métodos estad́ısticos y de

visualización gráfica.

En la Figura 3.1 se pueden apreciar en forma resumida las distintas fases del

proceso KDD que fueron explicadas anteriormente y cómo éstas se relacionan

entre ellas.

Figura 3.1: Fases del proceso de descubrimiento de conocimiento en base de datos (KDD)

3.2. Clustering

El proceso de agrupar un conjunto de objetos abstractos o f́ısicos en clases

similares recibe el nombre de clustering. Un cluster es, una colección de datos

que son parecidos entre ellos y diferentes a los datos pertenecientes a otros

clusters. Un cluster de datos puede ser tratado colectivamente como un único

grupo en numerosas aplicaciones. Las técnicas de clustering son técnicas de

clasificación no supervisada de patrones en conjuntos denominados clusters.

El problema del clustering ha sido abordado por gran cantidad de disciplinas

y es aplicable a una gran cantidad de contextos, lo cual refleja su utilidad

como uno de los pasos en el análisis experimental de datos. El análisis de

clusters es una importante actividad humana. Desde la infancia se aprende

a distinguir entre perros y gatos, o entre plantas y animales, mediante una

continua mejora de los esquemas de clasificación subconscientes. Las técnicas

de clustering han sido ampliamente utilizadas en múltiples aplicaciones tales

como reconocimiento de patrones, análisis de datos, procesado de imágenes o

estudios de mercado. Gracias al clustering se pueden identificar regiones tanto

pobladas como dispersas y, por consiguiente, descubrir patrones de distribu-

ción general y correlaciones interesantes entre los atributos de los datos. En el
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área de los negocios, el clustering puede ayudar a descubrir distintos grupos

en los hábitos de sus clientes y aśı, caracterizarlo en grupos basados en patro-

nes de compra. En el ámbito de la bioloǵıa puede utilizarse, por ejemplo, para

derivar taxonomı́as animales y vegetales o descubrir genes con funcionalida-

des similares. De igual manera, el clustering puede ayudar a identificar áreas

en las que la composición de la tierra se parece y, más concretamente, en tele-

detección se pueden detectar zonas quemadas, superpobladas o desérticas. En

internet se puede utilizar para clasificar documentos y descubrir información

relevante de ellos. El análisis de clusters se puede usar para hacerse una idea

de la distribución de los datos, para observar las caracteŕısticas de cada clus-

ter y para centrarse en un conjunto particular de datos para futuros análisis.

Alternativamente, se puede usar como un paso de preprocesado para otros

algoritmos, tales como clasificación y caracterización, siempre que se opere

sobre los clusters detectados. El clustering de datos es una disciplina cient́ıfi-

ca incipiente sujeta a un vertiginoso desarrollo. Existen multitud de estudios

y art́ıculos esparcidos en actas de conferencias y revistas, la mayor parte de

ellos en los campos de mineŕıa de datos, estad́ıstica, aprendizaje automático,

bioloǵıa y marketing; más aún, la mayor parte de ellos enfatizan en diversos

intentos de construir técnicas espećıficas para cada área. Algunos ejemplos

de trabajos en éstas áreas se pueden encontrar en [68], [138], [24], [6], [87],

[121] y [120], entre otros. Debido a la enorme cantidad de datos contenidos

en las bases de datos, el clustering se ha convertido en un tema muy acti-

vo en las investigaciones de mineŕıa de datos. Como rama de la estad́ıstica,

el análisis de clusters ha sido objeto de estudio durante muchos años, cen-

trándose principalmente en técnicas basadas en la medida de distancias. En

lo referente al aprendizaje automático, el clustering suele venir referido como

aprendizaje no supervisado. A diferencia de la clasificación, el clustering no

depende de clases previamente definidas ni en ejemplos de entrenamientos

etiquetados a priori. Por esta razón, se trata de una forma de aprendizaje

por observación en vez de aprendizaje por ejemplos. En el clustering concep-

tual un grupo de objetos forma una clase sólo si puede ser descrito mediante

un concepto, lo que difiere del clustering convencional que mide similitudes

basadas en distancias geométricas. El clustering conceptual consiste en dos
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componentes:

Descubre las clases apropiadas.

Forma descripciones para cada clase, tal y como sucede en la clasifica-

ción.

En mineŕıa de datos se vienen realizando numerosos estudios para aplicar el

análisis de clusters de forma efectiva y eficiente en grandes bases de datos.

En la actualidad, las ĺıneas de investigación se centran en la escalabilidad de

los métodos de clusters, en la efectividad de métodos para agrupar formas

y tipos de datos complejos, técnicas para clustering de alta dimensión y,

finalmente, métodos dirigidos a gestionar datos mixtos (tanto numéricos como

nominales) en bases de datos grandes. El clustering es, hoy en d́ıa, un campo

de investigación en el que sus aplicaciones potenciales plantean sus propios

requerimientos espećıficos. Dichos requerimientos se pueden resumir en:

Escalabilidad. Muchos algoritmos de clustering trabajan bien sobre

conjuntos de datos pequeños, menos de 200 objetos, sin embargo, una

gran base de datos puede contener varios millones de objetos. Aplicar

clustering sobre una muestra de una gran base de datos dada puede

arrojar resultados parciales. El reto, pues, es el desarrollar algoritmos de

clustering que sean altamente escalables en grandes bases de datos.

Capacidad para tratar con diferentes tipos de atributos. Muchos

algoritmos se diseñan para clusters de datos numéricos. Sin embargo,

multitud de aplicaciones pueden requerir clusters de otro tipo de datos,

ya sean binarios, nominales, datos ordinales, o una mezcla de ellos.

Descubrir clusters de forma arbitraria. Muchos algoritmos de clus-

tering determinan clusters basándose en medidas de distancia de Man-

hattan o Eucĺıdea. Tales algoritmos tienden a encontrar clusters esféricos

con tamaños y densidades similares. Sin embargo, un cluster puede te-

ner cualquier tipo de forma. Es por ello que es importante desarrollar

algoritmos capaces de detectar clusters de forma arbitraria.

Requisitos mı́nimos para determinar los parámetros de entra-

da. Muchos algoritmos requieren que los usuarios introduzcan ciertos
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parámetros en el análisis de clusters (como puede ser el número de clus-

ters deseado). El clustering es frecuentemente muy sensible a dichos

parámetros, que son dif́ıciles de determinar especialmente en los casos

en los que los conjuntos de datos contienen objetos multidimensionales.

Este hecho no sólo preocupa a los usuarios sino que también hace que la

calidad del clustering sea dif́ıcil de controlar.

Capacidad para enfrentarse a datos ruidosos. La mayor parte de

las bases de datos reales contienen datos at́ıpicos (outliers o datos ausen-

tes), desconocidos o erróneos. Algunos algoritmos de clustering son sen-

sibles a este tipo de datos lo que puede acarrear una baja calidad en los

clusters obtenidos.

Insensibilidad al orden de los registros de entrada. Determinados

algoritmos son sensibles al orden de los datos de entrada, es decir, el

mismo conjunto de datos presentados en diferente orden puede generar

clusters extremadamente diferentes. Se hace evidente, pues, la necesidad

de desarrollar algoritmos que sean insensibles al orden de la entrada.

Alta dimensionalidad. Una base de datos puede contener varias di-

mensiones o atributos. Muchos algoritmos de clustering son buenos cuan-

do manejan datos de baja dimensión (dos o tres dimensiones). El ojo

humano es adecuado para medir la calidad del clustering hasta tres di-

mensiones. Es un reto agrupar objetos en un espacio de alta dimensión,

especialmente considerando que en dicho espacio los datos pueden estar

altamente esparcidos y distorsionados.

Clustering basado en restricciones. Las aplicaciones del mundo real

pueden necesitar realizar clustering bajo ciertos tipos de restricciones.

Interpretabilidad y usabilidad. Los usuarios esperan que los resulta-

dos proporcionados por el clustering sean interpretables, comprensibles

y útiles. Esto es, el clustering puede necesitar ser relacionado con inter-

pretaciones semánticas espećıficas. Aśı, es importante estudiar cómo el

objetivo buscado por una aplicación puede influir en la selección de los

métodos de clustering.
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3.2.1. Componentes de una tarea de clustering

Los pasos de una tarea de clustering t́ıpica se pueden resumir en cinco

pasos [10], de los cuales los tres primeros son los que realizan el agrupamiento

de los datos en clusters, mientras que los dos últimos se refieren a la utilización

de la salida:

Representación del patrón (opcionalmente incluyendo caracteŕısticas de

la extracción y/o selección).

Definición de una medida de la proximidad de patrones apropiada para

el dominio de los datos.

Clustering propiamente dicho (agrupamiento de los patrones).

Abstracción de los datos (si es necesario).

Evaluación de la salida (si es necesario).

La representación del patrón se refiere al número de clases, el número de

patrones disponible, y el número, tipo, y escala de las caracteŕısticas disponi-

bles para el algoritmo de clustering. Es posible que parte de esta información

no sea controlada. La selección de las caracteŕısticas es el proceso de iden-

tificar el subconjunto más apropiado de caracteŕısticas dentro del conjunto

original para utilizarlo en el proceso de agrupamiento.

La proximidad de patrones se mide generalmente según una función de dis-

tancia definida para pares de patrones. Existe una gran variedad de funciones

de distancias que son utilizadas por diferentes autores y que serán descritas

en la Sección 3.2.3 (Medidas de Distancia).

El paso de agrupamiento o clustering propiamente dicho, puede ser rea-

lizado de diversas formas. El clustering de salida puede ser “hard” (duro) o

“fuzzy” (borroso o difuso). El primero de ellos realiza una partición de los

datos en grupos y en el segundo cada patrón tiene un grado variable de la

calidad en cada uno de los clusters de la salida. Los algoritmos de cluste-

ring Jerárquicos generan una serie jerarquizada de particiones basadas en
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un criterio de combinación o división de clusters según su semejanza. Los

algoritmos de clustering Particionales identifican la partición que optimiza

(generalmente de manera local) un criterio de agrupamiento. Otras técnicas

adicionales incluyen métodos probabiĺısticos y gráfico-teórico. Toda esta va-

riedad de técnicas de clustering se detalla en la Sección 3.2.2 (técnicas de

clustering).

La abstracción de datos es el proceso de extraer una representación simple

y compacta de un conjunto de datos. Aqúı, simplemente se trata de selec-

cionar una forma de representar los datos adecuada para el procesamiento

automatizado de la información (de modo que una máquina pueda realizar

la transformación posterior eficientemente), o bien, adecuada para la inter-

pretación de la información por parte de un ser humano (de modo que la

representación que se obtiene sea fácil de comprender e intuitivamente inter-

pretable). En el contexto de clustering, una abstracción t́ıpica de los datos

es la descripción compacta de cada cluster, generalmente en términos de los

patrones representativos.

Es dif́ıcil evaluar si la salida de un algoritmo de clustering ha sido “buena”

o “mala”, es decir, si el algoritmo ha obtenido clusters válidos o útiles para

el contexto concreto en el que se aplica. Además, aunque está demostrado

que ciertos tipos de algoritmos de clustering obtienen mejores resultados que

otros, hay que tener en cuenta la cantidad y calidad de recursos de que se

dispone, aśı como las restricciones de tiempo y espacio establecidas. Debido a

estas razones, entre otras, es posible que haya que realizar un análisis previo

de la información que se desea procesar.

El análisis de validez de clusters consiste en la evaluación de la salida obtenida

por el algoritmo de clustering. Este análisis utiliza a menudo un criterio

espećıfico. Hay tres tipos de estudios de la validación:

La evaluación externa de la validez compara la estructura obtenida con

una estructura a priori.

La evaluación interna intenta determinar si una estructura es intŕınse-

camente apropiada para los datos.
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La evaluación relativa compara dos estructuras y mide la calidad relativa

de ambas.

3.2.2. Técnicas de Clustering

Existe un gran número de algoritmos de clustering en la actualidad. La

elección de una técnica u otra dependerá tanto del tipo de datos disponibles

como del propósito de la aplicación. Si se utiliza el análisis de clustering

como una herramienta descriptiva o exploratoria, es posible que se prueben

distintos algoritmos sobre los mismos datos con el fin de ver cuál es el método

que mejor se ajusta al problema. En general, los métodos de clusters se pueden

agrupar en las siguientes categoŕıas:

Métodos particionales. Dada una base de datos con n objetos, un

método particional construye k grupos de datos, donde cada partición

representa a un cluster y k ≤ n. Esto es, clasifica a los datos en k grupos

que satisfacen los siguientes requisitos:

• Cada grupo debe contener, al menos, un elemento.

• Cada elemento debe pertenecer únicamente a un grupo.

Nótese, que el segundo requerimiento se relaja en ciertas técnicas parti-

cionales difusas. Dado k, el número de particiones que se deben construir,

los métodos particionales realizan una partición inicial. A continuación,

utilizan una técnica iterativa de recolocación que intenta mejorar la par-

tición moviendo los objetos de un grupo a otro. El criterio general para

decidir si una partición es buena es que los objetos pertenecientes al

mismo cluster estén cerca mientras que los objetos pertenecientes a los

clusters restantes estén lejos de ellos.

Conseguir una optimización global de un clustering basado en particiones

requeriŕıa una enumeración exhaustiva de todas las posibles particiones.

Por el contrario, la mayoŕıa de las aplicaciones adoptan una de las dos

heuŕısticas más populares:
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• Algoritmo K-means, donde cada cluster se representa por medio de

los objetos en el cluster. Existen algunas variaciones de este algorit-

mo.

• Algoritmo K-medianas, donde cada cluster se representa por uno de

los objetos situados cerca del centro del cluster.

Estas heuŕısticas funcionan bien para bases de datos pequeñas o media-

nas que tengan una forma esférica. Para encontrar clusters con formas

más complejas y en bases de datos más grandes, se debe recurrir a ex-

tensiones de los mismos [12], [13],[106], [119].

Métodos jerárquicos. Estos métodos crean una descomposición jerárqui-

ca del conjunto de datos objeto de estudio. Un método jerárquico puede

ser clasificado como aglomerativo o divisorio:

• Aglomerativo: comienza con cada patrón en un cluster distinto y

combina sucesivamente clusters próximos hasta que se satisface un

criterio preestablecido.

• Divisorio: comienza con todos los patrones en un único cluster y

se realizan particiones de éste, creando aśı nuevos clusters hasta

satisfacer un criterio predeterminado.

Los métodos jerárquicos presentan un pequeño inconveniente y es que

una vez que un paso se realiza (unión o división de datos), éste no puede

deshacerse. Esta falta de flexibilidad es tanto la clave de su éxito, ya que

arroja un tiempo de computación muy bajo, como su mayor problema

puesto que no es capaz de corregir errores. Si se usa primero el algoritmo

aglomerativo jerárquico y después la recolocación iterativa se puede sacar

más provecho de estas técnicas. Existen, de hecho, ciertos algoritmos

como BIRCH [102] y CURE [114] que han sido desarrollados basándose

en esta solución integrada.

Métodos basados en densidad. La mayoŕıa de los métodos particio-

nales sólo pueden encontrar clusters de forma esférica. Para tratar este

efecto, se han desarrollado técnicas de clustering basados en la noción

de densidad. La idea subyacente es continuar aumentando el tamaño del
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cluster hasta que la densidad (número de objetos o datos) en su vecindad

exceda un determinado umbral, es decir, para cada dato perteneciente

a un cluster, la vecindad de un radio dado debe contener al menos un

mı́nimo de número de puntos. El DBSCAN es un método t́ıpicamente

basado en densidad.

Métodos basados en grids. En éstos, se divide cada dirección del espa-

cio de los datos en cuadŕıculas (grids) lo que produce celdas hiper-cúbi-

cas. Sobre cada celda se establece la densidad o algún tipo de estad́ıstico

que la caracterice. Luego, se utiliza esta información para establecer la

semejanza entre celdas y la existencia de clusters. Aśı, estos métodos

se hacen independientes del número de datos aun cuando algunos auto-

res resaltan la alta dependencia de estos métodos a la definición de la

dimensión de la cuadŕıcula [49].

Métodos basados en modelos. Proponen un modelo para diferentes

subconjuntos en los datos y luego miden la semejanza de los mismos

para poder establecer los grupos existentes en los datos. Ejemplos de

estos métodos son las redes SOM y ART2.

3.2.3. Medidas de Distancia

La medida de distancia es un aspecto clave en multitud de técnicas de

mineŕıa de datos. Puesto que la semejanza entre patrones es fundamental a

la hora de definir un cluster, es necesario establecer una forma de medir esta

semejanza. La gran variedad de tipos de atributos hace que la medida (o

medidas) de semejanza debe ser elegida cuidadosamente. Lo más común es

calcular el concepto contrario, es decir, la diferencia o disimilitud entre dos

patrones usando la medida de la distancia en un espacio de caracteŕısticas.

Existen varios métodos para definir la distancia entre objetos. La medida de

distancia más popular es la distancia Eucĺıdea que se define como:

d(i, j) =
√
|xi1 − xj1|2 + |xi2 − xj2|2 + . . . + |xip − xjp|2 (3.1)

donde i = (xi1, xi2, ..., xip) y j = (xj1, xj2, ..., xjp) son dos objetos de dimen-

sión p.
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Otra métrica ampliamente utilizada es la distancia Manhattan, definida

por:

d(i, j) = |xi1 − xj1|+ |xi2 − xj2|+ . . . + |xip − xjp| (3.2)

Tanto la distancia Eucĺıdea como la distancia Manhattan satisfacen los

siguientes requisitos matemáticos para la función de distancia:

d(i, j) ≥ 0. Esto es, la distancia es un número no negativo.

d(i, i) = 0. Es decir, la distancia de un objeto a él mismo es cero.

d(i, j) = d(j, i). La distancia es una función simétrica.

d(i, j) ≤ d(i, h) + d(h, j). Se trata de una desigualdad triangular que

afirma que ir directamente desde un punto i hasta un punto j nunca es

más largo que pasando por un punto intermedio h.

Finalmente, la distancia Minkowski es una generalización de las distancias

Manhattan y Eucĺıdea. Se define por:

d(i, j) = (|xi1 − xj1|q + |xi2 − xj2|q + . . . + |xip − xjp|q)1/q (3.3)

donde q es un entero positivo. Representa a la distancia Manhattan cuando

q = 1 y a la Eucĺıdea cuando q = 2. El principal inconveniente que presenta

la distancia de Minkowski es que la distancia de los atributos de mayor mag-

nitud tienden a dominar al resto. Para solucionar esta desventaja se puede

normalizar los valores de los atributos continuos, de forma que tomen valores

dentro de un mismo rango. Por otro lado, la correlación entre los distintos

atributos puede influir negativamente en el cálculo de la distancia. Para dar

solución a este problema se usa la distancia de Mahalanobis:

dM(xi, xj) =
√

(xi − xj)TΣ−1(xi − xj) (3.4)

donde xi y xj son vectores fila y
∑

es la matriz de covarianza de los

patrones. La distancia asigna diferentes pesos a cada caracteŕıstica basándose

en la varianza y en la correlación lineal de los pares. Si a cada variable se le

asigna un peso de acuerdo con su importancia, la nueva distancia eucĺıdea

ponderada se puede calcular de la siguiente manera:
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d(i, j) =
√

w1|xi1 − xj1|2 + w2|xi2 − xj2|2 + . . . + wp|xip − xjp|2 (3.5)

Esto es aplicable también a las distancias de Manhattan y Minkowski.

3.2.4. Evaluación de los clusters

La evaluación de los clusters es importante y debe ser parte de cualquier

análisis de clusters. Una de las motivaciones es que casi todos los algoritmos

de clustering encontrarán clusters en el conjunto de datos, aún cuando este

conjunto no contenga clusters naturales en su estructura. Existen diferentes

aspectos a tener en cuenta para la validación de clusters:

1. Determinar cómo tienden a agruparse los datos del conjunto, es decir,

distinguir si existe en los datos una estructura no aleatoria.

2. Determinar el número correcto de clusters.

3. Evaluar cuán bien los resultados del análisis de un cluster se adecúan a

los datos sin tener referencia de información externa.

4. Comparar los resultados de un análisis de cluster con resultados externos

conocidos.

5. Comparar dos conjuntos de clusters para determinar cuál es el mejor.

Los items 1,2 y 3 no utilizan información externa, son técnicas no-supervisadas,

mientras que el item 4 requiere información externa. El item 5 puede reali-

zarse de ambas formas, supervisada o no-supervisada.

Las medidas de evaluación que se aplican para juzgar varios aspectos de la

validez de los clusters se clasifican generalmente en:

No-supervisada: Mide la bondad de la estructura del clustering sin refe-

rirse a información externa.

Supervisada: mide el grado de coincidencia de la estructura de cluster

descubierta por el algoritmo de clustering con alguna estructura externa.

A continuación se describirán detalles espećıficos concernientes a la validación

de clusters y particularmente a la evaluación de clusters no-supervisada.
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3.2.5. Evaluación no-supervisada de clusters

Las medidas no-supervisadas de la validez de un cluster a menudo se divi-

den en dos clases: medida de cohesión de los clusters (compacto, apretado),

que determina lo cercanos que están los objetos dentro del cluster, y la me-

dida de separación (aislamiento), que determina lo distinto y bien separado

que está un cluster con respecto a los otros. Las medidas no-supervisadas a

menudo se llaman ı́ndices internos debido a que usan sólo información pre-

sente en el conjunto de datos.

La cohesión de un cluster puede definirse como la suma de las proximidades

con respecto al centroide del cluster. La cohesión está dada en la ecuación 3.6

y la medida para la separación se muestra en la ecuación 3.7. Notar que en

estas ecuaciones la medida de distancia utilizada es la distancia Euclideana.

Distancia Intra-Cluster:

Intra C =

K∑
i=1

(
∑

x,t∈Ci

dist(x, t)/mi)

K
(3.6)

donde Ci representa el cluster i, K es la cantidad de clusters y mi es la

cantidad de elementos pertenecientes al cluster i.

Distancia Inter-Cluster:

Inter C =

K−1∑
i=1

K∑
j=i+1

dist(ci, cj)

K−1∑
i=1

i

(3.7)

donde ci representa al elemento central (centroide) del cluster i, y cj

representa el centroide del cluster j y K es la cantidad de clusters.

Algunos de los ı́ndices disponibles en la literatura son por ejemplo, ı́ndi-

ce de Silhouette [60], ı́ndice de Dunn’s (D) [65], ı́ndice de Calinski-Harabasz

[11], ı́ndice de Davis-Bouldin (DB)[27], ı́ndice PBM [84], la medida CS [18].

De igual forma para clustering difusos los ı́ndices más prominentes son Coe-

ficiente de Partición [63], ı́ndice Xie-Beni[9], etc. Todos estos ı́ndices podŕıan
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ser usados como una función de optimización en cualquier algoritmo de opti-

mización para encontrar los clusters apropiados en un conjunto de datos. En

las siguientes secciones, se describirán algunos de estos ı́ndices de validación,

aplicables a problemas de clustering.

3.2.6. Coeficiente Silhouette

Una medida interesante vinculada a los objetos en śı es la denominada

Silhouette, la cual combina cohesión y separación. A continuación se expli-

can los pasos de cómo calcular el coeficiente de Silhouette para un punto

individual:

Para el i-ésimo objeto, calcular su distancia promedio a todos los otros

objetos en su propio cluster (este valor se denota ai).

Para el i-ésimo objeto y todo cluster que no contenga al objeto i, calcular

la distancia promedio a todos los objetos de un cluster dado. Encontrar

el mı́nimo de los valores con respecto a todos los clusters (este valor se

denota bi).

Para el i-ésimo objeto, el coeficiente Silhouette se calcula como si =

(bi − ai/max(ai, bi))

donde −1 ≤ si ≤ 1. No es deseable un valor negativo debido a que correspon-

de a un caso en el que ai, la distancia promedio de los puntos en el cluster,

es mayor que bi, la menor distancia promedio a los puntos en otro cluster. Se

espera que el coeficiente silhouette tenga un valor positivo (ai < bi), y para

ai que esté lo más cercano a 0 posible, ya que el coeficiente asume su máximo

valor de 1 cuando ai = 0.

Para poder entender de forma más clara la salida de esta función, se hace

uso de la Figura 3.2 donde se muestran los valores de Silhouette de objetos

que pertenecen a diferentes clusters, es decir que los objetos que pertenecen a

un mismo cluster, aparecen juntos formando un bloque. El valor de Silhouette

para cada objeto muestra cuanto se parece un objeto al resto de los objetos de

su propio cluster y a su vez comparado con los objetos de los otros clusters,
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tomando valores dentro del rango −1 y 1. Cuando un valor de Silhouette

es cercano a 1, se puede inferir que ese objeto ha sido asignado al cluster

apropiado. Por el contrario, cuando ese valor es cercano a −1 , se puede

inferir que ese objeto ha sido asignado a un cluster incorrecto.

C
lu

st
er

Valor Silhouette

Figura 3.2: Curvas Silhouette obtenidas para 10 clusters

Se puede calcular el coeficiente Silhouette promedio de un cluster simple-

mente tomando el promedio de los coeficientes silhouette de los puntos que

pertenecen al cluster. Una medida global de la bondad de un clustering se

puede obtener calculando el coeficiente silhouette promedio de todos los pun-

tos.

Para cualquier partición U ↔ C : C1
⋃

...
⋃

Ci

⋃
...CK , el valor de Silhouette

Global GSu puede usarse como un ı́ndice de validez efectivo para U .

GSu =
1

K

c∑
j=1

Sj (3.8)

La Ecuación 3.8 se puede aplicar para estimar el número de clusters para

U . En este caso la partición con el máximo Su se toma como partición óptima.

3.2.7. Indice Dunn’s (D)

Este ı́ndice identifica al conjunto de clusters que es compacto y bien se-

parado. Para cualquier partición U ↔ C : C1
⋃

...
⋃

Ci

⋃
...CK donde Ci

representa el i − esimo cluster de esa partición, el ı́ndice de Dunn’s, D, se
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define como:

D(U) = mı́n
1≤i≤K

{
mı́n

1≤j≤Kj 6=i

{
δ(Ci, Cj)

máx1≤t≤K{∆(Ct)}
}}

(3.9)

donde δ(Ci, Cj) de define como la distancia entre los clusters Ci y Cj (dis-

tancia Inter-cluster) y ∆(Ct) representa la distancia intra-cluster del cluster

Ct y K es el número. El principal objetivo de esta medida es maximizar

las distancias inter-cluster mientras se minimizan las distancias intra-cluster.

Por lo tanto valores grandes de D representan buenos clusters. Es decir que

el número de clusters que maximiza D se toma como el número óptimo de

clusters, K.

3.2.8. Indice Davis-Bouldin (DB)

De forma similar al ı́ndice de Dunn’s, el ı́ndice de Davis-Bouldin intenta

identificar el conjunto de clusters que sea compacto y bien separado. El ı́ndice

de validación de Davis-Bouldin se define de la siguiente forma:

DB(U) =
1

K

K∑
i=1

máx
i6=j

{
∆(Ci) + ∆(Cj)

δ(Ci, Cj)

}
(3.10)

donde j ∈ {1, . . . , K}; U , δ(Ci, Cj),∆(Ci),∆(Cj) y K se definen en la

Ecuación 3.9.

Valores pequeños de DB corresponden a clusters que son compactos y están

bien separados. Por lo tanto, la configuración de clusters que minimice DB

se toma como el número de clusters óptimo, K es el número de clusters.

3.3. Algoritmo K-means

El algoritmo de K-means fue propuesto por MacQueen en el año 1968 [55]

desde su desarrollo ha sido muy popular y aparece en varios libros de métodos

multivariados ([3], [54]), análisis de clustering ([23], [62], [95]), aprendizaje

estad́ıstico ([89]). Este algoritmo toma el parámetro de entrada k y particiona

el conjunto de n datos en los k clusters de tal manera que la similitud intra-

cluster es elevada mientras que la inter-cluster es baja. Dicha similitud se

mide en relación al valor medio de los objetos en el cluster, lo que puede
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ser visto como si fuera su centro de gravedad. El algoritmo procede como

sigue. En primer lugar, selecciona aleatoriamente k objetos haciendo que éstos

representen el centro del cluster (centroide). Cada uno de los objetos restantes

se va asignando al cluster que sea más similar basándose en la distancia del

objeto a la media del cluster. Entonces calcula la nueva media de cada cluster

y el proceso sigue iterando hasta que se consigue la convergencia, es decir,

se minimiza el error cuadrático medio (el Algoritmo 4 describe formalmente

este proceso).

Algoritmo 4 Algoritmo K-means

1: Selecciona k centroides iniciales

2: repeat

3: Formar k clusters asignando cada punto a su cluster más cercano

4: Recalcular el centroide de cada cluster

5: until Centroides sin cambio

A continuación veremos con más detalle algunos pasos de este algoritmo:

Asignar los puntos al centroide más cercano. Para asignar un pun-

to al centroide más cercano, se necesita una medida de proximidad que

cuantifique la noción de “más cercano” para el conjunto espećıfico de

datos que se está considerando.

Generalmente las medidas de similitud usadas en K-means son relativa-

mente simples ya que el algoritmo calcula repetidamente la similitud de

cada punto a cada centroide.

Centroides y Funciones Objetivo. El centroide puede variar depen-

diendo de la medida de proximidad para los datos y del objetivo del

clustering. El objetivo del clustering se expresa generalmente por una

función objetivo que depende de la proximidad entre los puntos o la

proximidad a los clusters. Si se consideran datos cuya medida de proxi-

midad es la distancia Euclideana, para una función objetivo que mide la

calidad del agrupamiento, se puede usar la suma del error cuadrado (sum

of the squared error - SSE) que se la conoce también como dispersión.

En otras palabras, se calcula el error de cada punto de dato, es decir,

su distancia Euclideana al centroide más cercano, y luego se calcula la
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suma total de los errores cuadrados. Usando la notación en la Tabla 3.1,

SSE se puede definir como en la Ecuación 3.11:

Tabla 3.1: Tabla de notación para SSE.

Śımbolo Descripción

x Un objeto.

Ci El i− esimo cluster.

ci El centroide del cluster Ci.

c El centroide de todos los puntos.

mi El número de objetos en el i− esimo cluster

m El número de objetos en el conjunto de datos.

K El número de clusters.

SSE =
K∑

i=1

∑

x∈Ci

(dist(ci, x)2) (3.11)

donde dist es la distancia Euclideana estándar entre dos objetos.

El algoritmo de K-means trata de minimizar SSE.

Elegir los centroides iniciales. En investigaciones anteriores se ha

encontrado que el algoritmo de K-means no necesariamente provee un

óptimo global y dependiendo de los valores de comienzo que se usen el

algoritmo finaliza en un óptimo local. Para evitar los óptimos locales, al-

gunos autores [32], [62] sugieren ejecutar el algoritmo de K-means varias

veces, con distintos valores de comienzo, aceptando la mejor solución

(en términos de SSE-Suma de Error Cuadrado); sin embargo, se ha de-

mostrado que el número de óptimos locales para conjuntos de datos de

un tamaño moderado pueden alcanzar los miles [26] indicando que los

resultados de estudios que usan un número aleatorio, pequeño de reco-

mienzos pueden ser engañosos [131].

Cuando los centroides son inicializados aleatoriamente, diferentes corri-

das de K-means generalmente producen distintas sumas de errores cua-

drados. Elegir los centroides iniciales apropiados es un paso clave en el

algoritmo de K-means. Un enfoque común es inicializar aleatoriamente
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(a) Iteración 1. (c) Iteración 3. (d) Iteración 4.(b) Iteración 2.

Figura 3.3: Uso de K-means para encontrar tres clusters

(d) Iteración 4.(b) Iteración 2. (c) Iteración 3.(a) Iteración 1.

Figura 3.4: K-means con centroides de comienzo poco adecuados

los centroides pero los clusters que resultan generalmente son bastante

pobres. A continuación en las Figuras 3.3 y 3.4 se muestran los clusters

resultantes de dos elecciones particulares de centroides iniciales. Se puede

observar que aunque en la Figura 3.3 inicialmente los centroides se en-

cuentran ubicados en un único cluster se obtienen los clusters correctos.

En cambio en la Figura 3.4 aún cuando los centroides iniciales parecen

estar mejor distribuidos, al final de la iteraciones no se encuentran los

clusters correctos.

Una técnica que se utiliza comúnmente para este problema de elección de

los centroides iniciales es realizar múltiples corridas del algoritmo, cada

una con un conjunto de centroides iniciales diferentes elegidos aleatoria-

mente y luego seleccionar el conjunto de clusters que minimice la SSE.

Aunque esta estrategia es simple puede no obtener buenos resultados

pues está directamente relacionada con el conjunto de datos y con el
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(b) Iteración 1.

(c) Iteración 2.
(d) Iteración 3.

(a) Puntos iniciales.

Figura 3.5: Dos pares de clusters con un par de centroides iniciales dentro de cada par de

cluster

número de clusters que se definan. En [93] se demuestra esto utilizando

el conjunto de datos de la Figura 3.5(a) donde se muestran los datos

de dos pares de clusters donde los clusters en cada par (arriba - abajo)

están más cercanos uno del otro que a los clusters en el otro par. Las

Figuras 3.5(b-d) muestran que si se comienza con dos centroides iniciales

por par de cluster, aún cuando ambos centroides se encuentren en un

sólo cluster, los centroides se redistribuirán encontrando los centroides

correctos. Sin embargo, la Figura 3.6 muestra que si un par de clusters

tiene sólo un único centroide inicial y el otro par tiene tres entonces, se

combinarán dos de los clusters correctos y uno de los clusters correcto

se dividirá. Es importante resaltar que se obtienen los clusters correctos

aún cuando dos centroides iniciales estén en cualquier par de clusters,

pues se redistribuirán en cada uno de los clusters. Desafortunadamente,

cuando se trata de un número de cluster grande, se aumenta la posibi-

lidad de que al menos un par de cluster tenga un sólo centroide inicial.
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En este caso, debido a que los pares de cluster están más separados que

los clusters dentro de un par, el algoritmo de K-means no distribuirá los

centroides entre los pares de clusters y por lo tanto encontrará un único

mı́nimo local.

(d) Iteración 4.

(a) Iteración 1.

(c) Iteración 3.

(b) Iteración 2.

Figura 3.6: Dos pares de clusters con mas o menos de dos centroides iniciales dentro de cada

par de cluster

Podemos observar que usar centroides iniciales seleccionados aleatoria-

mente puede obtener centroides no adecuados, aún cuando se realicen

repetidas corridas del algoritmo, es por ello que existen otras técnicas

de inicialización. Un enfoque efectivo es tomar una muestra de puntos,

clusters y luego usar una técnica de clustering jerárquico. Se extraen

K clusters del clustering jerárquico y los centroides de esos clusters son

usados como centroides iniciales. Esta estrategia a menudo funciona bien

si:

• La muestra es relativamente pequeña pues el clustering jerárquico

es costoso.

• K es relativamente pequeño comparado con el tamaño de la muestra.
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Otra estrategia consiste en seleccionar el primer punto de forma aleato-

ria o tomar el centroide de todos los puntos. Luego, para cada sucesivo

centroide inicial seleccionar el punto que está más lejos de cualquier

otro centroide inicial ya seleccionado. De esta manera, se obtiene un

conjunto inicial de centroides que garantizan no sólo ser elegidos alea-

toriamente sino también estar bien separados. Desafortunadamente este

enfoque puede seleccionar outliers en lugar de puntos en regiones densas

(clusters). Además, es un enfoque costoso y por eso suele aplicarse a una

muestra de puntos. Por esta razón se emplean a menudo otras técnicas

para la inicialización de los centroides. Para una mayor profundización

dirigirse a [93].

Tiempo y espacio. El requerimiento de espacio de K-means es pequeño

ya que solamente se almacenan los puntos y los centroides. Espećıfica-

mente el espacio requerido es O((m + k)n), donde m es el número de

puntos y n es el número de atributos. K-means también requiere poco

tiempo, básicamente lineal O(I ∗ k ∗ m ∗ n), donde I es el número de

iteraciones requeridas para la convergencia.

3.3.1. Consideraciones importantes sobre K-means

Manejo de Clusters vaćıos: uno de los problemas del algoritmo de K-

means es que puede encontrar clusters vaćıos si no se le asigna ningún

punto en la etapa de asignación. Si esto sucede se necesita una estrategia

para elegir un centroide de reemplazo, ya que de otro modo, el error

cuadrado será muy grande. Esto elimina el punto que más contribuye al

error cuadrado total. Otro enfoque es elegir el centroide de reemplazo

del cluster que tenga el SSE más grande. Si hay varios clusters vaćıos,

este proceso puede repetirse varias veces.

Outliers: Cuando se utiliza el criterio de error cuadrado los outliers pue-

den influir excesivamente en los clusters que se encuentran. En parti-

cular, cuando están presentes los outliers los centroides de los clusters

resultantes pueden no ser tan representativos como debeŕıan y por ello la

SSE será alta. Por esta razón, es útil descubrir y eliminar con antelación



52 Cap. 3 Mineŕıa de Datos

a los outliers. Cuando el clustering se utiliza para compresión de datos,

todo dato debe ser agrupado y por ejemplo algunos outliers pueden ser

aparentes y tratarse de datos realmente interesantes para el problema.

Existen numerosas técnicas para identificar outliers. Si se usan enfo-

ques que remueven los outliers antes del clustering evitamos puntos de

clustering que podŕıan no agrupar bien. Los outliers también pueden

identificarse en una etapa de post procesamiento. Por ejemplo, se puede

mantener la SSE de cada punto y eliminar aquellos puntos que usualmen-

te tienen contribuciones altas, especialmente luego de múltiples corridas.

También se pueden eliminar clusters pequeños ya que ellos frecuentemen-

te representan grupos de outliers.

Reducir SSE con postprocesamiento: Una forma de reducir SSE es en-

contrar más clusters, es decir, usar un K grande. Sin embargo, en mu-

chas situaciones se pretende mejorar la SSE, sin incrementar el número

de clusters. Esto a menudo es posible porque K-means generalmente

converge a un óptimo local mı́nimo. Se han usado varias técnicas para

“arreglar” los clusters resultantes a fin de encontrar un cluster que mi-

nimice SSE. La estrategia es enfocarse en clusters individuales ya que

SSE total es simplemente la suma de los SSE producidas por cada clus-

ter. Se puede cambiar la SSE total realizando varias operaciones sobre

los clusters, como partirlos o mezclarlos. Un enfoque comúnmente usado

es intercalar las fases de partición y de mezcla de los clusters. Durante

la fase de partición los clusters se dividen mientras que durante la fase

de mezcla los clusters se combinan. De esta forma, se intenta generar

soluciones con el número de clusters deseado.

(a) Puntos originales. (b) Tres clusters encontrados con K−means

Figura 3.7: K-means con clusters de diferentes tamaños

Clusters de diferentes tipos: K-means tiene limitaciones con respecto a
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(a) Puntos originales. (b) Tres clusters encontrados con K−means

Figura 3.8: K-means con clusters de diferentes densidades

(a) Puntos originales. (b) Dos clusters encontrados por K−means.

Figura 3.9: K-means con clusters no-globulares

encontrar clusters de diferentes tipos. En particular presenta dificultades

cuando los clusters tienen formas no-esféricas, tamaños y densidades

ampliamente diferentes. Esto se ilustra en las Figuras 3.7, 3.8 y 3.9. En

la Figura 3.7 K-means no encuentra los clusters “naturales” porque uno

de los clusters es mucho más grande que los otros dos y por lo tanto

se parte el cluster más grande y mientras que uno de los clusters más

pequeño se combina con una parte del cluster más grande. En la Figura

3.8 K-means no encuentra los tres clusters “naturales” debido a que

dos clusters pequeños son más densos que el más grande. Finalmente,

la Figura 3.9 muestra que K-means encuentra dos clusters que mezclan

partes de los dos clusters naturales debido a que la forma de los clusters

es no-globular.

3.3.2. Fortalezas y Debilidades

El algoritmo de K-means es simple y se puede usar en una amplia varie-

dad de conjuntos de datos. Sin embargo, no sirve para todos los conjuntos de

datos. No puede manejar clusters no-globulares o clusters con diferentes ta-
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maños y densidades, aunque puede encontrar t́ıpicamente subclusters puros

si se especifica un número importante de clusters. K-means también presenta

inconvenientes con el clustering cuando los datos contienen outliers, datos

at́ıpicos y/o erróneos. En estas situaciones puede ser de ayuda la detección y

remoción de outliers. Finalmente, K-means es restrictivo a datos donde exis-

te una noción de centro (centroide). Una técnica de clustering relacionada

a K-means llamada K-medoid, no tiene esta restricción, pero es mucho más

costosa.

Se han realizado varias mejoras al algoritmo de K-means estándar relacio-

nadas con varios aspectos asociados a los pasos de: (1) Inicialización, (2)

Clasificación, (3) Cálculo de centroides y (4) Condición de convergencia. Con

respecto a la mejora de estos aspectos se puede mencionar trabajos en [67] y

[79]. En cuanto al segundo paso, se han definido varias medidas de afinidad

para los objetos de los grupos como en [41] y [83]; en cuanto a los dos últimos

pasos se puede mencionar [28] y [59].

Por otra parte, otros autores han hecho contribuciones importantes en rela-

ción a la implementación computacional del algoritmo, presentando diferentes

variantes como en [4], [25] y [125], entre otras.

3.4. Conclusión

La mineŕıa de datos es una etapa importante del proceso de KDD. Es una

técnica que permite buscar información dentro de un conjunto de datos con

la finalidad de extraer información nueva y útil que se encuentra oculta en

grandes volúmenes de datos.

El clustering es una tarea dentro de la mineŕıa de datos y consiste en agrupar

un conjunto de objetos abstractos o f́ısicos en clases similares denominadas

clusters. Existe un gran número de algoritmos de clustering y se pueden

agrupar en métodos particionales, métodos jerárquicos, métodos basados en

densidad, métodos basados en grids y basados en modelos.

Un algoritmo de clustering particional es el conocido algoritmo de K-means.

Este algoritmo es fácil de implementar y muy eficiente en términos de tiempo

de ejecución. Sin embargo, es sensible a la selección de la partición inicial y
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puede converger a óptimos locales. Es importante resaltar que existen en la

literatura varios trabajos que presentan variantes y mejoras a este algoritmo,

como en [4], [25], [28], [41], [59], [67], [83], [79] y [125], entre otros.
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Caṕıtulo 4

Clustering con Metaheuŕısticas

El problema de clustering de datos ha sido tratado desde diversos campos

de conocimientos como estad́ıstica (análisis multivariable), teoŕıa de grafos

[21], redes neuronales [56], [88], [126], computación evolutiva [31], [117], clus-

tering usando inteligencia colectiva [66], entre otros. A pesar de ser antiguo,

el problema de clustering ha llamado la atención de investigadores de di-

versos campos de conocimiento, y se hace casi imposible revisar la enorme

cantidad y multifacética literatura sobre clustering. Las técnicas de clustering

basado en metaheuŕısticas han mostrado mejorar varios métodos clásicos de

partición de un conjunto de datos. Por esta razón, este caṕıtulo se limita a

clustering basado en poblaciones y en particular basado en PSO que es la

metaheuŕıstica con la cual se intenta proponer una mejora.

4.1. Método de Clustering basado en Algoritmos Evo-

lutivos

A continuación se describen los más prominentes algoritmos de clustering

basados en algoritmos evolutivos como Algoritmos Genéticos (AG), Estrate-

gias Evolutivas (EE) y Programación Evolutiva (PE).

4.1.1. Algoritmos de Clustering Particional basados en Algorit-

mos Genéticos

La idea principal de los algoritmos de clustering basados en AGs es crear

una población de soluciones candidatas a un problema de optimización, el

57
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cual se refina iterativamente por la alteración y la selección de buenas so-

luciones para la siguiente iteración. Las soluciones candidatas se seleccionan

de acuerdo a una función de aptitud (fitness) la que evalúa su calidad con

respecto al problema de optimización. En el caso de AGs la alteración con-

siste en la mutación para explorar soluciones en el vecindario local existente

y en la recombinación (crossover) para recombinar información entre distin-

tas soluciones candidatas. Una ventaja importante de estos algoritmos es su

habilidad de hacer frente a óptimos locales, manteniendo, recombinando y

comparando simultáneamente varias soluciones candidatas. Contrariamente

a esta situación, las heuŕısticas de búsqueda local, como el algoritmo de en-

friamiento simulado (simulated annealing) [115], refina solamente una única

solución candidata y son débiles para manejar óptimos locales. La búsqueda

local determińıstica, que se usa en algoritmos como K-means, siempre conver-

ge al óptimo local más cercano desde la posición de comienzo de la búsqueda.

El primer enfoque que usó una codificación directa asociando objeto-cluster

en clustering con AG fue desarrollado por Raghavan y Birchand [136]. La idea

de este enfoque es usar una codificación directa de n objetos a los k clusters,

es decir que cada posible solución contiene n genes con valores enteros en

el intervalo [1, k]. Por ejemplo para n = 6 y k = 4 la codificación “114332”

asigna el primer y segundo objeto al cluster 1, el tercer objeto al cluster 4,

el cuarto y quinto objeto al cluster 3 y sexto objeto al cluster 2 y por lo tan-

to se han identificado los siguientes clusters ({1,2},{3},{4,5},{6}). Con esta

representación del problema el AG trata de encontrar la partición óptima de

acuerdo a la función de fitness que mide cuan buena es la partición. Se ha

demostrado en el análisis de bases de datos reales y artificiales que este algo-

ritmo mejora a K-means (ver [17]). Sin embargo, esta representación tiene la

desventaja de la redundancia y es por ello que en Falkenauer et al. [31] tratan

este problema de una manera elegante. Además, de usar la codificación de

n genes que representan cada asociación objeto-cluster, incorporan un grupo

de etiquetas como genes adicionales a la codificación y aplican operadores

evolutivos en forma ad hoc sobre ellos.

Otro ejemplo de clustering particional con AGs es el propuesto en los traba-

jos de Bandyopadhyay et al. [107],[108], [109] donde determinan hiperplanos



4.1 Método de Clustering basado en Algoritmos Evolutivos 59

como ĺımites de decisión. Codifican la ubicación y orientación de un conjunto

de hiperplanos con una representación de genes de longitud flexible. Además,

de minimizar el número de objetos incorrectamente clasificados, este enfoque

trata de minimizar el número de hiperplanos requeridos.

Otro enfoque que utiliza AG en clustering particional codifica una variable

representativa (generalmente un centroide) y un conjunto de parámetros para

describir la extensión y la forma de la varianza para cada cluster. Srikanth et

al. [99], proponen un enfoque que codifica el centro, la extensión y orientación

de una elipsoide para cada cluster. Por otra parte, muchos autores proponen

centroides, baricentros o medios como puntos representantes a fin de asignar

cada objeto a un cluster espećıfico (por ejemplo [110], [117], [130], [145]).

La idea es determinar un punto representante de cada cluster y asignar ca-

da objeto a su cluster más cercano, esa cercańıa se refiere a una medida de

distancia como por ejemplo la distancia Eucĺıdea. El fitness de una posible

solución se calcula según como se adecúa la partición identificada de acuerdo

a un criterio estad́ıstico, como por ejemplo el criterio de radio de la varianza.

Muchos estudios han mostrado que este enfoque es más robusto en la conver-

gencia a la partición óptima que los algoritmos de partición clásicos ([110],

[117], [130], [145]).

Finalmente, algunos autores desarrollan algoritmos de clustering h́ıbridos,

que combinan técnicas clásicas de clustering con AGs. Por ejemplo, Krishna

and Murty [71], utilizando un AG con una codificación directa de asociacio-

nes objeto-cluster como en [136], pero aplican K-means para determinar la

cantidad de soluciones candidatas. Para esto cada solución candidata del AG

se usa como punto de comienzo para cada corrida de K-means. La calidad de

la solución encontrada por K-means luego se usa como función de fitness de

la solución candidata del AG.

Algoritmos de Clustering Basados en EE y PE

Se utiliza una EE en el trabajo presentado por Lee y Antonsson [22]

donde se agrupa automáticamente un conjunto de datos sin tener co-

nocimiento a priori sobre la cantidad de clusters. La EE implementa

individuos de longitud variable que buscan simultáneamente los cen-

troides de los clusters y el número de clusters. En este enfoque cada
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individuo representa un conjunto de centroides. La longitud de cada in-

dividuo se elige aleatoriamente de un rango especificado por el usuario

para el número de clusters. Se aplica mutación y crossover de dos puntos.

Se usa una versión modificada de la cuantización del error medio MSE

(mean-square-error) como función de fitness.

El enfoque propuesto por Sarkar et al. [82] clasifica dinámicamente un

conjunto de datos usando PE donde se optimizan simultáneamente dos

funciones de fitness: una para el número óptimo de clusters y la otra para

la identificación apropiada de los centroides de los clusters. Este algorit-

mo determina el número de clusters óptimo y el número de centroides

óptimos de tal forma de escapar a soluciones locales. Otra ventaja es que

el agrupamiento es independiente de la selección inicial de los centroides.

Sin embargo, el método propuesto es aplicable para clustering donde los

clusters no están superpuestos y tienen una forma natural esférica.

4.2. Algoritmos de Clustering usando Inteligencia Co-

lectiva

En esta sección se presenta el estado del arte en algoritmos basados en

inteligencia colectiva, espećıficamente algoritmos ACO y PSO.

4.2.1. Algoritmos de Clustering basados en colonia de hormigas

Las colonias de hormigas han provisto un medio para formular poderosas

heuŕısticas inspiradas en la naturaleza para resolver problemas de clustering.

Entre otros desplazamientos sociales los investigadores han simulado la forma

en que las hormigas trabajan cooperativamente en tareas de agrupamiento

de los cuerpos de otras hormigas muertas con el fin de mantener el hormigue-

ro limpio [30]. En la naturaleza muchas especies organizan su cementerio. Si

los cuerpos, o más precisamente, la suficiente cantidad de partes de cuerpos

están distribuidas aleatoriamente en el espacio al comienzo del experimento,

las trabajadoras forman clusters de cementerios en pocas horas, siguiendo el

comportamiento similar a la agregación. Si el espacio experimental no es lo

suficientemente grande, o si contiene heterogeneidades espaciales, los clusters
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se formarán a lo largo de los bordes del espacio experimental, o más gene-

ralmente, siguiendo esas heterogeneidades. El mecanismo básico subyacente

a este fenómeno de agregación es la atracción entre los cuerpos muertos y

las hormigas trabajadoras: un cluster de items pequeño crece al atraer tra-

bajadoras a depositar más items. Es este feedback positivo y auto-cataĺıtico

que lleva a la formación de clusters más y más grandes. En este caso, es

por consiguiente la distribución de los clusters en el ambiente que juega el

rol de variable “stigmergic” o variable de ambiente. Puede observarse, que

con tiempo las hormigas tienden a agrupar todos los cuerpos muertos en una

región espećıfica del ambiente, formando aśı, pilas de cuerpos. Este compor-

tamiento de ordenamiento de larvas y limpieza de cuerpos, de las hormigas

fue modelado por Deneubourg et al. para realizar ciertas tareas en robótica

[66]. Esto inspiró al algoritmo de clustering basado en hormigas [51]. Lumer

y Faielo modifican este algoritmo a fin de adaptarlo mejor al clustering de

datos [33]. Esto dió origen al algoritmo estándar de clustering con hormigas

(Ant Clustering Algorithm o ACA) que posteriormente ha sido utilizado por

el análisis numérico de datos [34], grafo particional [90], [91], [92] y mineŕıa

de texto [50], [69], [133]. Varios autores [50], [132], proponen numerosas mo-

dificaciones para mejorar la convergencia y la obtención del número óptimo

de clusters. Un enfoque h́ıbrido utiliza el algoritmo de clustering basado en

hormigas con el algoritmo de K-means [86] y lo comparan con el tradicional

K-means utilizando varios conjuntos de datos.

Al igual que el ACO estándar, el clustering basado en hormigas es un proce-

so que emplea feedback positivo. Las hormigas son modeladas como simples

agentes que se mueven aleatoriamente en su ambiente. Este ambiente en ge-

neral es un plano bidimensional con una grilla cuadrada. Inicialmente cada

objeto que representa un patrón multidimensional se distribuye aleatoria-

mente sobre el espacio bidimensional. Los items de datos que se dispersan

en el ambiente, pueden ser tomados, transportados o soltados de una forma

probabiĺıstica por los agentes. Las operaciones de tomar o soltar están in-

fluenciadas por la similitud y la densidad de los items de datos dentro del

vecindario local de la hormiga. Generalmente el tamaño del vecindario es de

3× 3. La probabilidad de tomar un item de dato es mayor cuando el objeto
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está aislado o rodeado por items no similares. Los agentes intentan soltarlos

en la vecindad de items similares y de esta forma se obtiene el clustering de

los items en la grilla.

Se hibrida este sistema de hormigas con el algoritmo FCM clásico [64](o Fuzzy

c-Means) para determinar automáticamente el número de clusters en un con-

junto de datos [94].

Se han incorporado además, otras modificaciones basadas en hormigas que

mejoran la calidad de los clusters, la velocidad de convergencia y en parti-

cular la separación espacial entre los clusters en la grilla. Se encuentra una

descripción detallada de todas estas variantes y los resultados obtenidos en

[137].

4.2.2. Algoritmos de Clustering basados PSO

En los últimos años, PSO ha probado ser efectivo y rápido para resolver

ciertos problemas de optimización [52]. También ha sido exitosamente uti-

lizado en muchas áreas de aplicación y en diversas investigaciones [2], [52],

[104].

Es posible ver al problema de clustering como un problema de optimización

que ubica los centroides óptimos de los clusters en lugar de encontrar una

partición óptima. Viendo al problema de clustering de esta forma, se puede

aplicar el algoritmo de PSO a un problema de clustering. De forma similar a

cualquier otro algoritmo de clustering particional, el objetivo del algoritmo de

clustering con PSO es descubrir los centroides apropiados a cada cluster, con

el fin de minimizar la distancia Intra-Cluster aśı como también maximizar la

distancia entre los clusters. El algoritmo de PSO realiza una búsqueda globa-

lizada de soluciones mientras que la mayoŕıa de otros procesos de clustering

particional realizan una búsqueda localizada. En la búsqueda localizada, la

solución obtenida generalmente se ubica en la vecindad de la solución obteni-

da en las etapas previas. Por ejemplo, el algoritmo de clustering de K-means

usa las semillas generadas aleatoriamente como centroides iniciales de los clus-

ters y refina la posición de los centroides en cada iteración. Este proceso de

refinamiento del algoritmo de K-means indica que este algoritmo únicamente

explora una vecindad muy estrecha que rodea a los centroides iniciales gene-
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rados aleatoriamente. El comportamiento del algoritmo de clustering basado

en PSO se puede describir en dos fases: una fase de búsqueda global y una

fase de refinamiento local. En las iteraciones iniciales, basado en la velocidad

inicial de la part́ıcula (ecuación 2.7), se actualiza la velocidad, los dos valores

generados aleatoriamente (r1, r2) en cada generación y el factor de inercia w

que provee la diversidad al cúmulo de part́ıculas para evitar estancamiento

en óptimos locales. Múltiples part́ıculas realizan una búsqueda paralela, utili-

zando soluciones diferentes al mismo momento, lo cual permite explorar más

ampliamente el espacio de búsqueda. Luego de varias iteraciones la velocidad

de la part́ıcula se reduce gradualmente y la part́ıcula explora en un área más

reducida cuando se acerca a la solución óptima. La fase de búsqueda global

cambia gradualmente a la fase de refinamiento local. Seleccionando diferentes

parámetros se puede controlar el tiempo de cambio de la fase de búsqueda

global a la fase de refinamiento local. Mientras más tarde la part́ıcula en

cambiar de la fase de búsqueda global a la fase de refinamiento local, mayor

es la posibilidad de que pueda encontrar una solución óptima.

En el contexto de clustering, una part́ıcula representa los k centroides de los

clusters. Es decir que cada part́ıcula xi se construye de la siguiente manera:

xi = (c1, ..., cj, ..., cK) (4.1)

donde cj representa el j−ésimo centroide de la i−ésima part́ıcula en el

cluster Cj.

El fitness de cada part́ıcula se calcula de la siguiente forma:

f(x) =

K∑
j=1

[
∑

z∈Cj

d(z, cj)]

n
(4.2)

donde d es la distancia Euclideana y n es la cantidad de elementos del

conjunto de datos, z representa un elemento del conjunto de datos y K es la

cantidad de clusters.

Los resultados de Omran et al. [80], [81] muestran que el algoritmo de

clustering basado en PSO mejora a K-means, FCM y a otros algoritmos de
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clustering. Van der Merwe y Engelbrecht hibridan este enfoque con un algo-

ritmo de K-means [135]. Una sola part́ıcula del cúmulo es inicializada con

el resultado del algoritmo de K-means. El resto del cúmulo es inicializado

aleatoriamente. Un nuevo enfoque basado en el sinergismo de PSO y Self

Organizing Maps propuesto por Xiao et al. [141], obtiene resultados promi-

sorios aplicando un algoritmo denominado SOM-PSO.

Ciu et al. [139] presentan un algoritmo h́ıbrido basado en PSO para la clasi-

ficación de documentos. Aplicando PSO, K-means y un algoritmo h́ıbrido de

clustering basado en PSO sobre cuatro diferentes conjuntos de documentos

de texto. Los resultados muestran que el algoritmo de PSO h́ıbrido puede ge-

nerar clusters más compactos que los obtenidos por el algoritmo de K-means.

4.3. Clustering Automático

Muchas de las técnicas de clustering existentes, basadas en AEs, reciben

como parámetro el número de clusters k en lugar de determinarlo en tiem-

po de ejecución. Más aún, en muchas situaciones, el número apropiado de

grupos en un conjunto de datos no usados previamente puede ser descono-

cido o imposible de determinar aún aproximadamente. Por ejemplo, cuando

se intenta clasificar una base de datos grande de caracteres escritos a mano

en un lenguaje no conocido, no es posible determinar de antemano el núme-

ro correcto de cartas distintas. De igual forma, en una cooperación robótica

multi-agente, un robot debe identificar sus compañeros, los obstáculos, obje-

tivo, etc. de las imágenes de su alrededor tomadas por la cámara digital que

funciona como su ojo. Antes de segmentar y ubicar los diferentes objetos, las

imágenes tomadas por el robot necesitan ser rápidamente agrupadas como

para que los objetos similares puedan marcarse idénticamente en la imagen.

Encontrar el número óptimo de clusters en una base de datos es una tarea

desafiante. Este problema ha sido abordado por varios investigadores [16],

[78], [119]. Una propuesta de mejora del algoritmo de K-means ISODATA

[39] agrega la posibilidad de mezclar clases y partir clases extendidas. Una

alternativa a esta propuesta es Syneract [70] que combina K-means con en-

foques jerárquicos. Otra mejora al algoritmo de K-means es propuesta por
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Rosenberger y Chehdi [16] que determina automáticamente el número de

clusters en imágenes usando resultados intermedios. Otra mejora es la pro-

puesta por Pelleg y Moore [25] donde extienden el algoritmo de K-means con

una estimación eficiente del número de clusters, denominando a esta variante

X-means. Este algoritmo busca eficientemente en el espacio de búsqueda la

ubicación de los clusters y el número de clusters para optimizar la medida

Criterio de Información Bayesiano (Bayesian Information Criterion or BIC).

Otra propuesta de mejora de K-means es la presentada en [42] con el algo-

ritmo de G-means. Este algoritmo comienza con valores pequeños para K,

y en cada iteración divide los datos que no corresponden a una distribución

Gausiana. De acuerdo a los autores [42] G-means mejora a X-means, sin em-

bargo, funciona para datos que tienen clusters con forma esférica o eĺıptica.

Un programa llamado snob [19], [98] utiliza varios métodos para asignar ob-

jetos a clases de una forma inteligente. Luego de cada asignación se calcula

la medida de Información Wallace (Wallace Information Measure) [20], [57]

y en base a este cálculo la asignación se acepta o se rechaza. Otro algoritmo

basado en K-means es el propuesto por Bischof et al. que usa la descripción

de longitud mı́nima (Minimum Description Length o MDL). Otros autores

proponen un algoritmo de clustering no supervisado combinando FCM y la

estimación de la velocidad máxima [46]. Lorette et al. [5] propone un algo-

ritmo basado en clustering difuso para determinar dinámicamente el número

de clusters generados. Otro enfoque es un algoritmo de clustering basado en

un proceso de aglomeración competitiva [43] sin embargo, en este enfoque la

inicialización afecta significativamente el resultado del algoritmo. Para iden-

tificar automáticamente el número de clusters puede utilizarse también el

método de Kohonen (Self Organizing Maps o SOM) [61], [126]. SOM com-

bina el aprendizaje competitivo (en el cual los nodos de la red de Kohonen

compiten para ser ganadores cuando se presenta un patrón de entrada) con

una estructura topológica de nodos [8]. Como SOM es dependiente del orden

en el cual se presentan los puntos de datos en [72] se propone una solución a

este problema, donde la elección de los puntos de datos puede aleatorizarse

durante cada peŕıodo.

El clustering automático ha sido abordado también en Computación Evo-
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lutiva. A continuación se describen algunos desarrollos con algoritmos de

clustering evolutivo. Los dos primeros están basados en AG y el tercero usa

PSO.

4.3.1. Algoritmo de Clustering Automático basado en AG

El algoritmo propuesto en [111] se basa en un AG llamado GCUK (Gene-

tic Clustering with Unknown number of cluster) con un número desconocido

de k clusters. En este esquema, los cromosomas se representan con números

reales (que son las coordenadas de los centroides en el espacio) y el śımbolo ]

que representa valores no existentes. El número de k centroides se determina

con la ejecución del algoritmo. Se fija únicamente un ĺımite superior para

k (Kmin, Kmax). El fitness del cromosoma se calcula a través del ı́ndice de

Davis-Bouldin (ecuación 3.10). Se aplica crossover de un punto sobre los cro-

mosomas con una probabilidad de crossover fija uc. Durante el crossover cada

cluster se toma como un gen indivisible. Cada alelo válido en un cromosoma,

es decir un alelo que no tiene el śımbolo ], se muta con una probabilidad de

mutación constante, um. Se genera con distribución uniforme un número δ

en el rango [0, 1]. Para la mutación si el valor en una posición de un gen es v

entonces

v × (1± 2δ) si v 6= 0

±2δ si v = 0 (4.3)

El śımbolo + o − aparece con igual probabilidad. Se aplica la selección

proporcional descrita en [44]. El proceso de cálculo de fitness, selección, mu-

tación y crossover se repite un número máximo de iteraciones. El algoritmo

implementa elitismo en cada generación, manteniendo el mejor cromosoma

de cada generación fuera de la población. Cuando finaliza el algoritmo, ésta

contendrá los clusters finales.

Se utilizó el ı́ndice de Davis-Bouldin para medir la validez de los clusters.

Se obtuvieron resultados muy alentadores, al probar la efectividad de la pro-

puesta utilizando conjuntos de datos reales y artificiales.
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4.3.2. El algoritmo FVGA

El algoritmo FVGA [129] es una extensión del algoritmo GCUK descrito

anteriormente. En este algoritmo se define una población de tamaño P , que

inicialmente se genera en forma aleatoria. Las cadenas contienen diferentes

números de centroides. Se consideran datos d−dimensionales y una cadena

representa k clusters, entonces en una cadena habrá k × d. En la población

inicial los centroides se seleccionan dentro de un rango de datos. Se consi-

dera una cadena de longitud mı́nima Kmin = 2 que representa una solución

con 2 clusters. La elección de Kmax depende del conjunto de datos usado

(Kmax ≤
√

n) donde n es el número de patrones presente en el conjunto de

datos.

Supongamos que un cromosoma codifica k centroides y digamos que los

centroides son −→m1,
−→m2, ...,

−→mk, los valores miembros µij (i = 1, 2, ..., k; j =

1, 2, ..., n) se calculan de la siguiente manera:

µij =
1

k∑
p=1

(
d(−→mi,

−→
Zj)

d(−→mp,
−→
Zj)

) 2
q−1

(4.4)

donde q es un coeficiente de peso, un término difuso. La función de fitness

para el cromosoma se define como 1
XB , donde XB es el ı́ndice de validez

propuesto por Xie y Beni [9] y se aplica crossover de un punto y mutación.

Los resultados obtenidos con este enfoque, que intenta manejar el problema de

FCM, con esta estrategia que no requiere un conocimiento a priori del número

de clusters, provee soluciones cercanas al óptimo y que superan ampliamente

a FCM.

4.3.3. Clustering dinámico con Evolución Diferencial (ED)

En esta propuesta se ha cambiado la representación clásica de un algorit-

mo de ED para mejorar sus propiedades de convergencia. Además, se usa un

nuevo esquema de representación para las variables de búsqueda con el fin

de determinar el número óptimo de clusters. Este enfoque se ha denominado

ACDE (Automatic Clustering Differential Evolution)[112].

En este algoritmo la representación de los datos se realiza de la siguiente
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manera:

Para n datos, cada uno d−dimensional y para un número máximo de clusters

(especificado por el usuario) Kmax, un cromosoma es un vector de números

reales de dimensión Kmax + Kmax × d. Las primeras Kmax posiciones son

números reales entre [0, 1], cada posición indica si el cluster correspondiente

está activo o no. El resto de las posiciones corresponden a los Kmax centroi-

des cada uno d−dimensional. Luego de experimentar con varios ı́ndices de

validez, el seleccionado fue CS presentado en [18] y que para este algoritmo

se lo utilizó como función de fitness debido a su capacidad para manejar clus-

ters de diferentes densidades y/o tamaños. La población inicial se inicializa

aleatoriamente con valores entre [0, 1]. Cada vector de la población contiene

k centroides elegidos aleatoriamente y k valores de activación (elegidos alea-

toriamente).

Luego, hasta que no se alcanza el criterio de parada, para cada dato se calcula

su distancia con respecto a los clusters activos y se lo asigna al cluster al que

pertenece. En caso que corresponda, se actualizan los centroides del cromo-

soma y se cambian los miembros de la población de acuerdo a la función de

fitness. Este proceso se repite. Al llegar al criterio de parada se obtendrán los

centroides óptimos. Según los autores este algoritmo presenta una alternativa

atractiva para el clustering dinámico [113].

4.3.4. Clustering dinámico con PSO

Este algoritmo (Dynamic Clustering with Particle Swarm Optimization

o DCPSO) fue propuesto por Omran et at. en el 2005 [81]. El algoritmo

funciona de la siguiente manera: un pool de centroides M que se eligen alea-

toriamente del conjunto de puntos Z. El cúmulo de part́ıculas S, se inicializa

aleatoriamente. Se aplica PSO binario [114], para encontrar el “mejor” con-

junto de centroides Mτ , de M. Se aplica K-means a Mτ con el fin de refinar

el centroide elegido. Luego M es el conjunto de Mτ más Mr que es aleato-

riamente elegido desde Z (para agregar diversidad a M). Luego se repite el

algoritmo usando el nuevo M . Cuando se alcanza el criterio de terminación,

Mτ será el número de clusters “óptimo” para el conjunto Z. De igual forma

que GCUK y FVGA, se puede usar como función de fitness cualquier medida
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de ı́ndices de validación de clustering. Omran et al. [81] usan como función

de fitness el ı́ndice de validación propuesto en [105] de la siguiente forma:

V = (c×N (2, 1) + 1)× Intra

Inter
(4.5)

donde c es un parámetro especificado por el usuario y N (2, 1) es una distri-

bución Gausiana con media 2 y desviación estándar 1. Intra corresponde a la

medida de distancia Intra-Cluster e Inter corresponde a la medida de distan-

cia Inter-Cluster. Este algoritmo ha sido aplicado a imágenes naturales y ha

sido comparado con otras técnicas de clustering no supervisado obteniendo

mejoras significativas.

4.4. Conclusión

En la literatura se encuentran diferentes propuestas que resuelven el pro-

blema de clustering utilizando metaheuŕısticas y obtienen muy buenos resul-

tados.

La idea principal de los algoritmos de clustering basados en AGs es crear una

población de soluciones candidatas a un problema, las cuales se refinan ite-

rativamente, seleccionando las buenas soluciones para la siguiente iteración.

Una ventaja de estos algoritmos es su habilidad de hacer frente a óptimos

locales. Además, existen propuestas de clustering usando EE y PE con pro-

misorios resultados.

Otro tipo de propuestas utilizan enfoques basados en colonia de hormigas,

formulando poderosas heuŕısticas inspiradas en su comportamiento. Los en-

foques basados en PSO han demostrado ser efectivos para resolver problemas

de optimización y tomando al problema de clustering como un problema de

optimización han demostrado obtener buenos resultados.

Finalmente se muestran distintos enfoques para clustering automático basa-

dos en AGs, ED y PSO también con buenos resultados.

Los algoritmos de Inteligencia Colectiva han mostrado mejorar métodos clási-

cos de agrupamiento de grandes y complejas bases de datos. Por ello, se pre-

senta una propuesta h́ıbrida que utiliza Particle Swarm Optimization com-

binado con un clásico algoritmo de clustering particional (K-means) para el

procesamiento estático y dinámico de tareas de clustering.
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Caṕıtulo 5

PSO Hı́brido para la tarea de

Clustering

El clustering de datos ayuda a discernir la estructura y simplifica la com-

plejidad de cantidades masivas de datos. Es una técnica común y se utiliza

en diversos campos como, aprendizaje de máquina, mineŕıa de datos, re-

conocimiento de patrones, análisis de imágenes y bioinformática, donde la

distribución de la información puede ser de cualquier tamaño y forma. La efi-

ciencia de los algoritmos de clustering es extremadamente necesaria cuando

se trabaja con enormes bases de datos y tipos de datos de grandes dimen-

siones. Por esta razón en este caṕıtulo se propone un algoritmo h́ıbrido que

combina la capacidad explorativa de PSO y las ventajas del conocido algorit-

mo K-means con el objetivo de obtener mejores resultados que los obtenidos

de forma separada por cada uno de ellos.

5.1. Aplicación de PSO para Clustering

Es posible ver al problema de clustering como un problema de optimiza-

ción que localiza los centroides óptimos de los clusters en lugar de encontrar

la partición óptima. A diferencia de la búsqueda localizada del algoritmo de

K-means, el algoritmo de clustering con PSO realiza una búsqueda global del

espacio de búsqueda. Con el fin de combinar ambas caracteŕısticas se utiliza

un algoritmo de clustering h́ıbrido denominado PSO+K-means. En el algorit-

mo de PSO+K-means se combina la habilidad de la búsqueda globalizada del

algoritmo de PSO con la rápida convergencia del algoritmo de K-means. Con

71
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la búsqueda global se garantiza que cada part́ıcula busque en forma amplia

cubriendo todo el espacio del problema y con la búsqueda local se trata de

que todas las part́ıculas converjan al óptimo cuando una part́ıcula se acerca

a la vecindad de la solución óptima.

En este contexto, una part́ıcula representa los k centroides de los clusters. Es

decir que cada part́ıcula xi se construye de la siguiente manera:

xi = (c1, ..., cj, ..., cK) (5.1)

donde cj representa el j-ésimo centroide de la i-ésima part́ıcula en el clus-

ter Cj.

Partícula

Figura 5.1: Representación de una part́ıcula con cuatro centroides

En la Figura 5.1 se muestra un ejemplo de esta representación. Supon-

gamos que cada elemento del conjunto es de dimensión dos y que existen

cuatro clusters. En la gráfica se representa una part́ıcula que está formada
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por cuatro posibles centroides que corresponden a cuatro puntos del espacio

de búsqueda (los cuatro ćırculos negros de la Figura 5.1). Basándose en es-

ta representación, en la siguiente sección se describe el algoritmo propuesto

denominado PSO+K-means.

5.2. PSO+K-means

En el presente algoritmo se intenta combinar las exploración (por medio de

PSO) con la intensificación (lograda con K-means) de la siguiente forma: del

cúmulo inicial se establece la mejor posición local y la mejor posición global,

luego se actualiza la velocidad y la posición de la part́ıcula, se selecciona la

mejor part́ıcula global y esa part́ıcula es la entrada al K-means, al finalizar

K-means el centroide resultante reemplaza a la part́ıcula global y este proceso

se repite. En la siguiente gráfica se muestra de forma genérica como seŕıa esta

hibridación.

Xgb

S(t+1)S(t)

S(t+1)

����
����
����

����
����
����

Xgb

S(t)

K−means

X’gb

Figura 5.2: Representación genérica de la propuesta PSO+K-means

En la parte superior de la gráfica se representa el comportamiento general

de un algoritmo de PSO donde del cúmulo actual S(t) se obtiene la mejor

part́ıcula (xgb). Para obtener el próximo cúmulo (S(t + 1)) las part́ıculas se

mueven teniendo en cuenta la posición de la mejor part́ıcula. Mientras que en
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la parte inferior de la gráfica se representa el comportamiento de la propues-

ta presentada que aplica un proceso h́ıbrido con búsqueda local representada

por K-means. En este caso, luego de seleccionada la mejor part́ıcula (xgb) y

antes de obtener el próximo cúmulo, se aplica el proceso de búsqueda local

implementado por el algoritmo de K-means, obteniendo (x′gb) y produciendo

de esta manera una intensificación en la búsqueda. Es importante aclarar,

que dadas las caracteŕısticas del K-means f(x′gb) ≤ f(xgb), en el caso de que

f(x′gb) = f(xgb), luego x′gb = xgb. Finalmente el cúmulo se mueve (S(t + 1))

teniendo en cuenta la posición de esta nueva mejor part́ıcula.

Figura 5.3: Centroides iniciales y centroides finales luego de aplicar la intensificación con

K-means

Para ver este comportamiento en un ejemplo particular se muestra en la

siguiente gráfica (Figura 5.3) una nube de puntos, donde los ćırculos sin re-

lleno corresponden a los centroides encontrados por el PSO (es decir la mejor

part́ıcula global) y luego de realizar la intensificación con el proceso de K-

means, usando la mejor part́ıcula global como entrada, se obtienen nuevos

centroides representados por los ćırculos negros.

A continuación se describe en detalle el procedimiento de PSO+K-means

en el Algoritmo 5.

En la siguiente se sección se describe en conjunto de datos utilizado para

probar este algoritmo aśı como también las medidas de calidad utilizadas y

finalmente los experimentos y resultados obtenidos.
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Algoritmo 5 Algoritmo PSO+K-means

1: Inicializa cada part́ıcula con k centroides seleccionados aleatoriamente del conjunto de

datos

2: for t = 1 to tmax {tmax es el máximo número de iteraciones} do

3: for cada part́ıcula xi do

4: for cada vector z del conjunto de datos do

5: Calcula la distancia Euclideana d(z, cj) a todos los centroides Cj

6: Asignar z a su cluster Cj más cercano tal que la distancia a ese cluster sea la

mı́nima.

7: Calcula el fitness usando la ecuación 4.2

8: end for

9: Actualiza la mejor posición global y la mejor posición local

10: Actualiza la velocidad y posición de la part́ıcula usando la ecuación 2.7 y 2.2, res-

pectivamente

11: end for

12: La mejor part́ıcula encontrada es el vector de centroides iniciales en el proceso de

K-means

13: repeat

14: asigna cada elemento a su cluster más cercano

15: recalcula cada centroide cj = 1
|Cj |

∑
∀z∈Cj

; donde | Cj | corresponde al número de

elementos en el cluster Cj

16: until Condición de parada sea verdadera

17: Reemplazar la mejor part́ıcula global con los centroides obtenidos por K-means

18: end for

Para el caso del algoritmo PSO simple para clustering, el algoritmo es el

mismo, excepto que éste no realiza los pasos 12 al 17 correspondientes a la

hibridación con el K-means.

5.3. Experimentos y Resultados

A fin de comprobar la calidad de los resultados obtenidos por el algoritmo

propuesto, se generó un conjunto de datos artificiales y se implementaron los

algoritmos de PSO y K-means para poder comparar el algoritmo propuesto.

Todos los algoritmos se codificaron en lenguaje JAVA usando la plataforma

de desarrollo Eclipse 3.3.0, y se ejecutaron en una computadora tipo PC,

procesador Intel Core2 Duo, 2Gz y 4 GB de RAM. Para el análisis estad́ıstico

y la generación de las gráficas se utilizó MATLAB Versión 7.1.



76 Cap. 5 PSO Hı́brido para la tarea de Clustering

A continuación se describe el conjunto de datos utilizado, la configuración de

los algoritmos y los resultados obtenidos.

5.3.1. Conjunto de datos

Los algoritmos se probaron con tres tipos de conjuntos de datos generados

artificialmente y con tres conjuntos de datos provistos por Donald Bren School

of Information and Computer Sciences1. Los datos artificiales 2 tienen las

siguientes caracteŕısticas:

Se utilizó una distribución Normal y se generaron números aleatorios a

partir del método de Box-Müller. Se generaron instancias con elementos

de 2, 3, 10, 50 y 100 dimensiones, con el fin de poder trasladar estos datos

a problemas reales con dimensiones grandes que representen distintos

atributos de un elemento. Además, de trabajar con tamaños de conjuntos

de datos de 600, 800 y 1000 elementos. Cada conjunto de datos estaba

formado por cuatro clusters donde los elementos se distribuyeron de

forma tal de obtener tres tipos diferentes de clusters :

• Clusters de igual cantidad de elementos, globulares y separados (Fi-

gura 5.4(a)).

• Clusters de igual cantidad de elementos, con forma eĺıptica y entre-

mezclados (Figura 5.4(b)).

• Clusters de diferente cantidad de elementos, globulares y separados

(Figura 5.4 (c)).

La Figura 5.4 muestra tres conjuntos de datos artificiales de dimensión 2,

con 1000 elementos cada uno (instancias denominadas I26Ba2-1000, I41Bb2-

1000, I56Bc2-1000; el nombre de cada instancia se forma de la siguiente ma-

nera por ejemplo, I24Ba50-800 representa lo siguiente: I24 identificador de

la instancia Ba se refiere a la distribución de los elementos en el conjunto de

datos con la forma de la Figura 5.4(a), 50 es la dimensión de cada elemento

dentro del conjunto y 800 es la cantidad de puntos en el conjunto de datos).

Con las caracteŕısticas anteriormente descritas se generaron 45 instancias.
1(http://mlean.ics.uci.edu/MLSummary.html).
2(http://www.uaco.unpa.edu.ar/uaco/www/labtem/).
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(a) (b) (c)

Figura 5.4: Conjunto de tres tipos de datos artificiales

Por cuestiones de espacio para la generación de las gráficas que se muestran

en la siguiente sección se agruparon la instancias de la siguiente manera:

Grupo-A: está formado por 15 instancias con los datos distribuidos con la

forma de la Figura 5.4 (a) donde cinco instancias tienen respectivamente,

dimensión 2, 3, 10, 50 y 100 con 600 elementos del conjunto de datos

cada una, otras cinco instancias tienen respectivamente, dimensión 2, 3,

10, 50 y 100 con 800 elementos del conjunto de datos cada una y las

cinco últimas instancias tienen respectivamente, dimensión 2, 3, 10, 50

y 100 con 1000 elementos del conjunto de datos cada una.

Grupo-B: incluye 15 instancias que están agrupadas de manera similar

al Grupo-A pero en este grupo, los datos están distribuidos como se

muestra en la Figura 5.4(b).

Grupo-C: incluye 15 instancias que están agrupadas de manera similar

al Grupo-A pero en este grupo, los datos están distribuidos como se

muestra en la Figura 5.4(c).

El conjunto de datos reales está formado por las siguientes bases de datos:

“Iris plants”: es una base de datos con 4 atributos numéricos, 3 clases

y 150 elementos.

“Glass identification”: esta base de datos contiene 6 tipos de vidrio de-

finidos en términos de su contenido de óxido (es decir, Na, Fe, K, etc),

con 9 atributos y 214 elementos.
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“Teaching assistant evaluation” (TAE): esta base de datos contiene 151

elementos, 6 atributos, 3 clases. Los datos corresponden al desempeño

de la enseñanza de tres semestres regulares y dos semestres de verano de

151 asistentes de enseñanza en la Universidad de Wisconsin - Madison.

5.3.2. Medidas de calidad utilizadas y Configuración de Algorit-

mos

A los efectos de establecer la calidad de los clusters encontrados por los

distintos algoritmos estudiados, hemos considerado una serie de medidas no-

supervisadas. Las medidas no-supervisadas de validez de un cluster pueden

dividirse en dos clases. Medida de cohesión de los clusters (compacto, apre-

tado) que determina cuán cercanos están los objetos dentro del cluster y

la separación (aislamiento) que determina lo distinto y bien separado que

está un cluster con respecto a los otros. Estas medidas a menudo son lla-

madas ı́ndices internos debido a que usan sólo información presente en el

conjunto de datos. La calidad de los clusters obtenidos por cada algoritmo

se analizó según los siguientes ı́ndices internos. La Distancia Intra-Cluster y

la Distancia Inter-Cluster fueron descritas en las Ecuaciones 3.6 y 3.7, pero

se describen nuevamente a continuación.

Cuantización del error:

Error C =

K∑
i=1

(
∑

z∈Ci

dist(ci, z)/ | Ci |)

K
(5.2)

donde K es el número de cluster, |Ci| es la cantidad de elementos dentro

del cluster i y ci representa el centroide del cluster i.

Distancia Intra-Cluster:

Intra C =

K∑

i=1

(
∑

x,t∈Ci

dist(x, t)/mi)

K

donde Ci representa el cluster i, K es la cantidad de clusters y mi es la

cantidad de elementos pertenecientes al cluster i.
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Distancia Inter-Cluster.

Inter C =

K−1∑

i=1

K∑

j=i+1

dist(ci, cj)

K−1∑
i=1

i

donde ci representa al elemento central (centroide) del cluster i, y cj

representa el centroide del cluster j y K es la cantidad de clusters.

Para todos los algoritmos se realizaron 30 corridas independientes. En

PSO y PSO+K-means se utilizó un cúmulo de 10 part́ıculas para espacios

del problema con dimensiones pequeñas (nx < 10) y para dimensiones ma-

yores (nx ≥ 10), el cúmulo utilizado fue de 15 part́ıculas. Los valores de las

contantes c1 y c2 se fijaron en 1.49 y w = 0,72. Estos valores se fijaron te-

niendo en cuenta trabajos anteriores con óptimos resultados y además, han

sido probados experimentalmente.

5.3.3. Resultados

Esta subsección ha sido organizada de la siguiente manera, en primer lu-

gar se presentan los resultados obtenidos por los algoritmos PSO, K-means

y PSO+K-means, para todas las instancias analizadas y en segundo lugar

se eligen algunas instancias en forma aleatoria para realizar un análisis más

detallado de los resultados.

A continuación se muestran los resultados de las 45 instancias analizadas.

Por cuestiones de espacio se presentan las gráficas organizadas por grupos

correspondientes a cada grupo del conjunto de datos y se muestra el valor
Intra−Cluster
Inter−Cluster que representa la combinación de dos de las medidas analizadas

la distancia Intra-Cluster y distancia Inter-Cluster. Donde un valor pequeño

de Intra−Cluster
Inter−Cluster representa homogeneidad dentro de los clusters y heterogenei-

dad entre los clusters. Teniendo en cuenta, que un buen clustering debeŕıa

ser aquel que contenga cada uno de los clusters individuales homogéneos y
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entre todos los clusters tan heterogéneos como sea posible.

Figura 5.5: Valores Intra−Cluster
Inter−Cluster

para el Grupo-A

En la Figura 5.5 se muestran los respectivos valores de Intra−Cluster
Inter−Cluster de los

tres algoritmos para el grupo de 15 instancias denominado Grupo-A. Para

poder visualizar mejor los resultados, el eje Y comienza en el valor 0,2. En

esta figura se puede observar que con PSO+K-means se obtienen mejores re-

sultados para esta variable analizada en 13 de las 15 instancias. Únicamente

para las instancias 3 y 12 en el eje X (que corresponden a las instancias deno-

minadas I18Ba10− 600 y I27Ba3− 1000) el algoritmo PSO obtiene mejores

resultados que los otros dos algoritmos.

La Figura 5.6 muestra los valores de Intra−Cluster
Inter−Cluster obtenidos por los tres al-

goritmos para las instancias del Grupo-B. En este caso, también para poder

visualizar mejor los resultados, el eje Y comienza en el valor 0,3. Se puede

observar que con PSO+K-means se obtienen mejores resultados para la va-

riable analizada en 9 de las 15 instancias. Para las instancias 1, 2, 6, 7, 11 y 12

(que corresponden a las instancias denominadas I31Bb2−600, I32Bb3−600,

I36Bb2−800, I37Bb3−800, I41Bb21000 y I42Bb3−1000, respectivamente)

el algoritmo K-means obtuvo mejores resultados que los otros dos.

Por su parte, en la Figura 5.7 se muestran los valores Intra−Cluster
Inter−Cluster de los
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Figura 5.6: Valores Intra−Cluster
Inter−Cluster

para el Grupo-B

Figura 5.7: Valores Intra−Cluster
Inter−Cluster

para el Grupo-C

tres algoritmos para las instancias del Grupo-C. De igual forma que en las

dos figuras anteriores, el eje Y comienza en el valor 0,2. Se puede observar que

con esta distribución de los datos con el algoritmo PSO+K-means se obtie-

nen mejores resultados para las variable analizada en 14 de las 15 instancias.

Únicamente, para la instancia 1 (que corresponde a I46Bc2− 600) y para la

variable analizada, el algoritmo PSO obtuvo una leve mejoŕıa con respecto a

los otros dos algoritmos.

Por último, para el conjunto de datos reales Figura 5.8, se ha elegido una

escala logaŕıtmica en el eje Y para mostrar los resultados. Para cada instan-
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Figura 5.8: Valores Intra−Cluster
Inter−Cluster

para el conjunto de datos reales, donde 1=Iris, 2=Glass y

3=TAE

cia representada, el segmento de la izquierda corresponde a PSO, el segmento

central corresponde a K-means y el segmento de la derecha corresponde a

PSO+K-means. Se puede observar que se obtienen mejores resultados con

PSO+K-means en dos de las 3 instancias. Para la instancia 3 (correspon-

diente la base de datos TAE), PSO obtiene un menor valor comparado con

los otros dos algoritmos.

En la Tablas 5.1, 5.2, 5.3 y 5.4 se muestran los valores medios de 30 corridas

independientes obtenidos por los algoritmos PSO, K-means y PSO+K-means,

para las medidas Cuantización del Error, Distancia Intra-Cluster, Distancia

Inter-Cluster, el valor Intra−Cluster
Inter−Cluster y se seleccionaron algunos resultados que

fueron elegidos aleatoriamente. De todo el conjunto de instancias se eligieron

tres instancias de cada grupo y las tres instancias que pertenecen al conjunto

de datos reales. Es importante comentar que se realizó el análisis estad́ısti-

co para las 45 instancias generadas artificialmente y para las cuatro medi-

das, Cuantización del error, Distancia Intra-Cluster, Distancia Inter-Cluster

y Intra−Cluster
Inter−Cluster analizadas. En la mayoŕıa de los resultados se aplicó el test

de Kruskall-Wallis, pues los datos no teńıan una distribución normal. Para
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la medida Cuantización del Error el 95% de las instancias tuvieron diferen-

cias estad́ısticamente significativas. En cuanto a las Distancia Intra-Cluster

e Inter-Cluster, en ambos casos el 80 % de las instancias tuvieron diferencias

estad́ısticamente significativas. Finalmente para el valor Intra−Cluster
Inter−Cluster el 75 %

de las instancias tuvieron diferencias estad́ısticamente significativas.

Todas las tablas que se mostrarán a continuación contienen la siguiente in-

formación por medida analizada. La primer columna corresponde a la ins-

tancia elegida, la segunda columna es el resultado de la Cuantización del

Error obtenido por el algoritmo PSO, la tercer columna es el resultado de la

Cuantización del Error obtenido por el algoritmo K-means, la cuarta columna

corresponde a los resultados obtenidos por PSO+K-means, la quinta columna

denominada Significativa muestra si entre los algoritmos existen diferencias

estad́ısticamente significativas para la medida analizada y finalmente la últi-

ma columna denomina Entre-Quién, muestra entre cuál o cuáles algoritmos

existen diferencias que son estad́ısticamente significativas. Cabe aclarar que

para esta última columna el valor 1 corresponde al algoritmo PSO, el valor

2 corresponde a K-means y el valor 3 corresponde a PSO+K-means. El o los

algoritmos que se encuentran a la izquierda de la flecha (−→) tienen dife-

rencias estad́ısticamente significativas con respecto a él o los algoritmos que

se encuentran a la derecha de la flecha. Seguidamente se muestran algunas

instancias de éstos resultados obtenidos.

En la Tabla 5.1 se muestran los resultados obtenidos para la medida Cuan-

tización del Error por los algoritmos PSO, K-means y PSO+K-means. En

negrita se colocan los menores valores. En esta tabla se puede observar que

para todas las instancias elegidas los valores obtenidos por PSO+K-means

son menores a los obtenidos por los otros dos algoritmos. Sin embargo, no

existen diferencias estad́ısticamente significativas entre K-means y PSO+K-

means. Por ejemplo en la primer instancia los algoritmos 2 y 3 es decir,

K-means y PSO+K-means tienen diferencias estad́ısticamente significativos

con respecto al algoritmo 1, es decir, con respecto a PSO para la medida

Cuantización del Error. Esto significa que PSO+Kmeans y K-means tienen

una mejor performance con respecto a PSO para esa medida de calidad y
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Tabla 5.1: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para la

Cuantización del Error

Cuantización del Error

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I22Ba3-800 36,96 31,94 31,67 Si 2, 3 −→ 1
I23Ba10-800 81,04 67,40 62,33 Si 2, 3 −→ 1
I24Ba50-800 153,91 161,31 151,19 Si 1, 3 −→ 2
I38Bb10-800 166,84 156,46 151,27 Si 2, 3 −→ 1
I39Bb50-800 407,95 369,07 361,26 Si 2, 3 −→ 1
I43Bb10-1000 176,35 151,10 146,40 Si 2, 3 −→ 1
I58Bc10-1000 50,05 38,98 36,64 Si 2, 3 −→ 1
I59Bc50-1000 118,49 95,78 90,11 Si 2, 3 −→ 1
I60Bc100-1000 168,68 138,98 136,52 Si 2, 3 −→ 1
Iris-Plants 0,72 0,65 0,64 Si 3 −→ 1, 2
Glass 1,46 1,58 1,44 Si 1, 3 −→ 2
TAE 11,21 10,15 9,83 Si 3 −→ 1, 2

en esta instancia. En una única instancia PSO y PSO+K-means tienen una

mejor performance que K-means (I24Ba50 − 800), ya que ambos presentan

diferencias estad́ısticamente significativas con respecto a K-means.

Tabla 5.2: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para la

Distancia Intra-Cluster

Distancia Intra-Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I22Ba3-800 46,43 45,25 44,90 Si 2, 3 −→ 1
I23Ba10-800 89,65 93,83 88,32 Si 1, 3 −→ 2
I24Ba50-800 199,38 222,10 199,38 Si 1, 3 −→ 2
I38Bb10-800 213,90 220,65 214,48 Si 1, 2 −→ 3
I39Bb50-800 481,96 518,64 491,96 Si 1, 3 −→ 2
I43Bb10-1000 208,69 213,17 192,03 Si 2, 3 −→ 1
I58Bc10-1000 55,16 54,67 51,43 No —
I59Bc50-1000 119,64 113,88 115,02 Si 1, 3 −→ 2
I60Bc100-1000 168,68 194,35 161,93 Si 1, 3 −→ 2
Iris-Plants 0,93 0,92 0,92 No —
Glass 1,97 2,29 1,96 Si 1, 3 −→ 2
TAE 14,22 13,96 13,71 Si 1, 2 −→ 3

En la Tabla 5.2 se muestran los resultados que corresponden a los pro-
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medios obtenidos para la medida Intra-Cluster por los algoritmos PSO, K-

means y PSO+K-means. En este caso se puede observar que en 9 de las 12

instancias PSO+K-means obtiene menores valores para la medida analizada.

En 2 instancias las diferencias no son significativas estad́ısticamente. Y en 6

instancias para PSO y PSO+K-means se puede afirmar que tienen un me-

jor comportamiento que K-means, pues las diferencias son estad́ısticamente

significativas.

Tabla 5.3: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para la

Distancia Inter-Cluster

Distancia Inter-Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I22Ba3-800 161,74 159,85 160,95 Si 1, 3 −→ 2
I23Ba10-800 282,26 289,76 298,37 Si 2, 3 −→ 1
I24Ba50-800 654,94 623,29 659,56 Si 2 −→ 3
I38Bb10-800 316,29 334,98 356,83 Si 2, 3 −→ 1
I39Bb50-800 741,84 713,08 788,53 Si 1, 2 −→ 3
I43Bb10-1000 304,80 341,13 445,42 Si 1, 3 −→ 2
I58Bc10-1000 139,46 140,82 147,21 Si 1 −→ 3
I59Bc50-1000 311,24 314,64 334,93 No —
I60Bc100-1000 446,02 426,41 469,57 No —
Iris-Plants 3,16 3,27 3,28 Si 1, 3 −→ 2
Glass 3,65 4,34 3,84 Si 1, 3 −→ 2
TAE 22,19 20,98 20,73 No —

En la Tabla 5.3 se muestran los resultados que corresponden a los prome-

dios obtenidos para la medida Inter-Cluster por los algoritmos PSO, K-means

y PSO+K-means. En este caso se puede observar que en 9 de las 12 instan-

cias PSO+K-means obtiene mayores valores para la medida analizada. En 3

instancias las diferencias no son significativas estad́ısticamente. Y solo en 5

instancias de las instancias donde PSO+K-means obtiene mejores valores las

diferencias son estad́ısticamente significativas con respecto a K-means, per-

mitiendo afirmar que este algoritmo es más robusto que K-means, para esta

medida y para estas instancias.

En la Tabla 5.4 se muestran los resultados que corresponden a los pro-

medios obtenidos para el valor Intra−Cluster
Inter−Cluster por los algoritmos PSO, K-means

y PSO+K-means. En este caso se puede observar que en 11 de las 12 ins-
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Tabla 5.4: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para el valor
Intra−Cluster
Inter−Cluster

Valor Intra−Cluster
Inter−Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I22Ba3-800 0,2864 0,2831 0,2790 Si 1, 3 −→ 2
I23Ba10-800 0,3176 0,3239 0,2960 Si 2, 3 −→ 1
I24Ba50-800 0,3045 0,3920 0,3023 Si 3 −→ 2
I38Bb10-800 0,6763 0,6587 0,6011 Si 3 −→ 1
I39Bb50-800 0,6497 0,7273 0,6112 Si 3 −→ 1, 2
I43Bb10-1000 0,6847 0,6249 0,4311 Si 3 −→ 1, 2
I58Bc10-1000 0,3955 0,3883 0,3493 Si 3 −→ 1
I59Bc50-1000 0,3844 0,4255 0,3434 No —
I60Bc100-1000 0,3782 0,4558 0,3449 No —
Iris-Plants 0,2931 0,2825 0,2816 Si 1, 3 −→ 2
Glass 0,5390 0,5282 0,5117 Si 1, 3 −→ 2
TAE 0,6409 0,6657 0,6610 No —

tancias PSO+K-means obtiene menores valores para el valor analizado. En 3

instancias las diferencias no son significativas estad́ısticamente. Y sólo en 3

instancias PSO y PSO+K-means se puede afirmar éstos algoritmos son más

robustos que K-means, pues las diferencias son estad́ısticamente significati-

vas.

Para observar con mayor detalle los resultados obtenidos se tomó una instan-

cia por cada medida analizada y a continuación se muestra el gráfico de la

comparación de significancia estad́ıstica y la distribución de los valores según

la mediana.

En la Figura 5.9 se muestra la comparación de los tres algoritmos para

la medida Cuantización del Error en la instancia I23Ba10 − 800, que de-

termina si las medias son significativas estad́ısticamente. En este caso pode-

mos observar que no existen diferencias estad́ısticamente significativas entre

PSO+K-means y K-means. Posicionados en el segmento correspondiente a

PSO+K-means (coloreado gris oscuro) como hay un solapamiento entre el

otro segmento correspondiente a K-means (coloreado gris claro) significa que

no hay diferencias significativas entre ellos pero si ambos con respecto a PSO.
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Figura 5.9: Comparación de diferencias estad́ısticamente significativas entre los algoritmos

PSO, K-means y PSO+K-means para la medida Cuantización del Error en la instancia

I23Ba10− 800

Como no existen diferencias estad́ısticamente significativas entre PSO+K-

means y K-means se muestra el diagrama de cajas (Box-Plot) para ver como

se distribuyen los datos de cada algoritmo.
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Figura 5.10: Diagrama de cajas de los algoritmos PSO, K-means y PSO+K-means para la

Distancia Cuantización del Error en la instancia I23Ba10− 800

En la Figura 5.10 se muestra el diagrama de cajas (Box-Plot) de los al-

goritmos PSO, K-means y PSO+K-means para la medida Cuantización del

Error en la instancia I23Ba10−800, donde podemos observar la distribución

de los valores, el valor de la mediana en el centro de la caja. En esta figura ve-

mos que tanto K-means y PSO+K-means presentan medianas similares. Sin
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embargo, K-means presenta valores distribuidos en el cuartil superior de la

gráfica, es decir valores que superan a la mediana. Por el contrario PSO+K-

means, presenta una figura aplanada, lo cual significa que todos los valores

son iguales o muy cercanos a la mediana. Se puede afirmar que PSO+K-

means para esta medida y en esta instancia es más robusto.

30 35 40 45 50 55 60 65

PSO+K−means

K−means

PSO

Figura 5.11: Comparación de diferencias estad́ısticamente significativas entre los algoritmos

PSO, K-means y PSO+K-means para la medida Distancia Intra-Cluster en la instancia

I59Bc50− 1000

En la Figura 5.11 se muestra la comparación de las medias obtenidas por

los tres algoritmos para la medida Distancia Intra-Cluster en la instancia

I59Bc50 − 1000, determinando si las medias son significativas estad́ıstica-

mente. En este caso podemos observar que no existen diferencias estad́ıstica-

mente significativas entre PSO+K-means y PSO, pero si existen diferencias

estad́ısticamente significativas con respecto a K-means. Se puede afirmar que

PSO+K-means es mejor que K-means en esta instancia y para esta medida.

Veamos que pasa con la distribución de los resultados en la Figura 5.12.

En la Figura 5.12 se muestra el diagrama de cajas (Box-Plot) de los al-

goritmos PSO, K-means y PSO+K-means para la medida Distancia Intra

Cluster en la instancia I59Bc50− 1000, donde podemos observar la distribu-

ción de los valores, el valor de la mediana en el centro de la caja y los valores

at́ıpicos representados con el signo +. En esta figura vemos que tanto PSO
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Figura 5.12: Diagrama de cajas de los algoritmos PSO, K-means y PSO+K-means para la

Distancia Intra-Cluster en la instancia I59Bc50− 1000

y PSO+K-means presentan medianas similares, no obstante PSO presenta

valores at́ıpicos. Por el contrario K-means presenta valores distribuidos tanto

en el cuartil superior como en el inferior, es decir valores que superan a la me-

diana y valores por debajo de la mediana. PSO y PSO+K-means presentan

una figura aplanada es decir que todos los valores son iguales a la mediana.

Se puede afirmar que PSO+K-means para esta medida y en esta instancia es

más robusto que K-means.
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Figura 5.13: Comparación de diferencias estad́ısticamente significativas entre los algoritmos

PSO, K-means y PSO+K-means para la medida Distancia Inter-Cluster en la instancia

I39Bb50− 800
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En la Figura 5.13 se muestra la comparación de las medias obtenidas por

los tres algoritmos para la medida Distancia Inter-Cluster en la instancia

I39Bb50− 800, determinando si las medias son significativas estad́ısticamen-

te. En este caso podemos observar que existen diferencias estad́ısticamente

significativas entre PSO+K-means con respecto a PSO y a K-means, ya que

no hay solapamiento entre ninguno de los segmentos correspondientes a cada

algoritmo. Para esta instancia y en esta medida PSO+K-means tiene mejor

desempeño que los otros dos algoritmos. Veamos que sucede con la distribu-

ción de los resultados en la Figura 5.14.
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Figura 5.14: Diagrama de cajas de los algoritmos PSO, K-means y PSO+K-means para la

Distancia Inter Cluster en la instancia I39Bb50− 800

Nuevamente en la Figura 5.14 se muestra el diagrama de cajas (Box-Plot)

de los tres algoritmos para la medida Distancia Inter-Cluster en la instancia

I39Bb50 − 800, donde podemos observar que PSO+K-means presenta una

mediana mejor que los otros dos algoritmos, además, una distribución más

compacta de los valores restantes. Se puede afirmar que PSO+K-means pa-

ra esta medida y en esta instancia es más robusto que los otros dos algoritmos.

En la Figura 5.15 se muestra la comparación de las medias obtenidas por

los tres algoritmos para el valor Intra−Cluster
Inter−Cluster en la instancia I24Ba50 − 800,

determinando si las medias son significativas estad́ısticamente. En este caso

podemos observar que existen diferencias estad́ısticamente significativas entre
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Figura 5.15: Comparación de diferencias estad́ısticamente significativas entre los algoritmos

PSO, K-means y PSO+K-means para el valor Intra−Cluster
Inter−Cluster

en la instancia I24Ba50− 800

PSO+K-means y K-means. En cuanto a la distribución de los resultados para

cada algoritmo en la Figura 5.16 se muestra el diagrama de cajas (Box-Plot),

donde se puede observar que tanto PSO y PSO+K-means presentan una

mediana menor y los restantes valores están más compactos alrededor de

la mediana. Por el contrario, K-means presenta una mediana superior a los

otros dos algoritmos, aunque existen valores por debajo del cuartil inferior.

Se puede decir que para este valor PSO y PSO+K-means obtienen mejores

resultados que K-means.
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Figura 5.16: Diagrama de cajas de los algoritmos PSO, K-means y PSO+K-means para el

valor Intra−Cluster
Inter−Cluster

en la instancia I24Ba50− 800



92 Cap. 5 PSO Hı́brido para la tarea de Clustering

5.4. Discusión

En este caṕıtulo se presenta un algoritmo h́ıbrido denominado PSO+K-

means. PSO es una técnica de optimización que realiza una búsqueda globa-

lizada de las soluciones y puede aplicarse a problemas de clustering. K-means

es un algoritmo simple, directo y muy utilizado en clustering pero puede

quedar atrapado en óptimos locales. Se analizaron medidas de calidad de

los clusters obtenidos por tres algoritmos PSO, K-means y PSO+K-means.

Se mostró que PSO+K-means logró encontrar en la mayoŕıa de los casos

analizados mejores resultados comparados con los obtenidos por K-means

y PSO de manera individual con respecto a la Cuantización del Error, las

distancias Inter-Cluster e Intra-Cluster y al valor Intra−Cluster
Inter−Cluster . Es decir que

este algoritmo h́ıbrido en general logró encontrar clusters más cohesionados

y separados. Además, en los casos en que las diferencias entre los algoritmos

no fueron estad́ısticamente significativas, PSO+K-means tuvo un comporta-

miento robusto.

Es importante comentar que si bien el algoritmo propuesto es más robusto

que K-means en muchas de las instancias analizadas, este último converge a

una solución mucho más rápido que PSO+K-means. Además, como no se ha

tenido en cuenta otra de las desventajas de K-means, que es la necesidad de

conocer a priori el número de clusters existente en el conjunto de datos, a

continuación se presentará una extensión a esta propuesta, incorporando la

determinación automática del número de clusters.



Caṕıtulo 6

Algoritmo Hı́brido para el

procesamiento dinámico de tareas de

Clustering

En el caṕıtulo anterior se propuso un algoritmo h́ıbrido denominado

PSO+K-means que combina dos algoritmos (PSO y K-means) con el objetivo

de mejorar la calidad de los clusters encontrados aprovechando las fortale-

zas de cada uno de ellos. Si bien este algoritmo propuesto es más robusto,

obteniendo en general clusters más compactos y separados que los obtenidos

por los algoritmos PSO y K-means en forma separada, sigue existiendo la

necesidad de conocer a priori el número de clusters para que este algoritmo

realice el agrupamiento de los elementos. Por esta razón, y teniendo en cuenta

los enfoques presentados en [81] y [112] se propone una versión dinámica del

algoritmo h́ıbrido denominado PKD-G que se detalla en la siguiente sección.

6.1. PKD-G

El algoritmo propuesto es una extensión del algoritmo presentado en el

caṕıtulo anterior, el nombre PKD-G está dado por los algoritmos que utiliza

ya que, la letra P corresponde al algoritmo PSO, la letra “K” corresponde

a K-means, la letra “D” representa la incorporación de dinamismo en la de-

terminación del número de clusters y por último la letra “G” corresponde al

tipo de algoritmo de PSO que se está implementando, que en este caso es un

PSO Global.

La idea general de esta propuesta es mantener un cúmulo de part́ıculas, donde

93
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cada part́ıcula representa una solución al problema con un número determi-

nado de clusters. Es decir, que en el mismo cúmulo conviven part́ıculas de

diferente tamaño, que representan posibles soluciones al problema. Por ejem-

plo, la primer part́ıcula contiene 3 clusters, la segunda 5 clusters, la tercera

4 clusters y aśı hasta finalizar el cúmulo. El cúmulo va moviéndose y las

part́ıculas van siguiendo a la que mantiene un mejor valor de aptitud. De

igual forma que en la propuesta anterior, se combina el PSO con K-means

para lograr una intensificación en el proceso de búsqueda. A continuación

se describen las caracteŕısticas de esta propuesta para la incorporación del

dinamismo:

Todas las part́ıculas tienen el mismo número máximo de clusters (Kmax).

Cada part́ıcula se representa con un vector de tamaño Kmax + Kmax× d

donde el primer término, Kmax corresponde a valores 0′s y 1′s cada

uno controla si el centroide correspondiente está activo (es decir, si

se lo usa realmente para clasificar datos) o no. El segundo término,

Kmax× d corresponde a los posibles centroides de los clusters, cada uno

d−dimensional. La Figura 6.1 representa a una part́ıcula, donde ca-

da elemento del conjunto de datos es de dimensión 2. Supongamos que

en este caso Kmax = 7, donde las primeras 7 posiciones representan el

estado del centroide (activo o no activo). El resto de las posiciones co-

rresponde a la ubicación de cada centroide. En esta figura la part́ıcula

tiene cinco centroides activos.

Eliminación del número de centroides activos, dentro de una part́ıcula

(proceso denominado Ordena y Desactiva). Inicialmente las part́ıculas

dentro del cúmulo se generan aleatoriamente y la cantidad de centroides

activos dentro de una part́ıcula también es aleatoria, con la restricción de

que cada part́ıcula tenga inicialmente activos más del 85 % de los cen-

troides totales. Esta restricción permite que la cantidad de centroides

activos al iniciar el proceso sea grande y a medida que se vaya reali-

zando iteraciones del proceso la cantidad de centroides activos se ajuste

automáticamente. Para ordenar y desactivar los centroides activos en

una part́ıcula se realiza lo siguiente, en cada part́ıcula:
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Partícula

Figura 6.1: Representación de una part́ıcula que contiene cinco centroides activos

• Se ordenan los centroides según la cantidad de elementos que agru-

pen (de mayor a menor) y se mantienen activos los que acumulen

hasta un porcentaje de elementos (fijado en 85 % o 75 %, dependien-

do del conjunto de datos).

• El resto de los centroides que están en la cola (es decir, que agrupan

pocos elementos) se pasan a no activos.

Por ejemplo: Supongamos que Kmax = 6 y el conjunto de datos es

de 100 elementos.

En la Figura 6.2 se muestra el conjunto A que contiene 6 pares de

elementos, donde el primer elemento de cada par corresponde al cen-

troide, y el segundo elemento de ese par representa la cantidad de

elementos del conjunto de datos que agrupa ese centroide. Es decir

que, el centroide 1 agrupa 45 elementos, el centroide 2 agrupa 2 ele-

mentos, el centroide 3 agrupa 1 elemento y aśı sucesivamente. Luego
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Figura 6.2: Mecanismo para desactivar centroides activos

se ordenan los centroides por cantidad de elementos que agrupa y

se obtiene el conjunto A′. Seguidamente, de acuerdo al porcentaje

que se esté usando para mantener activos (en este ejemplo 85 %), se

mantienen activos los 3 primeros centroides (1, 4 y 5) que correspon-

den al conjunto A′′. Finalmente, se deben distribuir los elementos

que pertenecen a los centroides restantes (2, 6, y 3), pasando éstos

centroides a estar inactivos.

Más adelante se explicará los detalles del algoritmo y sus paráme-

tros.

Partición de super centroides (método denominado Divide Super Centroide).

Para cada part́ıcula se analiza la existencia de un “super” centroide, se

lo denomina de esta manera cuando el centroide agrupa más de un de-

terminado porcentaje de los elementos del conjunto de datos. Cuando

esto sucede, este super centroide es modificado de la siguiente manera:

se env́ıa a K-means el conjunto de elementos que agrupa y se ejecuta

K-means para que busque los dos mejores clusters, es decir K = 2 en

este caso. Al salir de K-means se reemplaza el super centroide por los dos

centroides encontrados por K-means. De esta manera se intenta evitar

la aparición de centroides que agrupen la mayoŕıa de los elementos del

conjunto.

En el Algoritmo 6 se describe en detalle esta propuesta dinámica deno-

minada PKD-G. El algoritmo es similar al PSO+K-means, excepto en la
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inicialización, representación de la part́ıcula y los pasos 8,9 y 20-22, corres-

pondientes a la incorporación del dinamismo.

La función objetivo es la utilizada en PSO+K-means, pero en este caso se

tiene en cuenta los clusters activos.

Dentro de las funciones Ordena y Desactiva y Divide Super Centroide se in-

cluyen ciertos parámetros que serán explicados en detalle en la Sección 6.2.2.

Algoritmo 6 Algoritmo PKD-G

1: Inicializa cada part́ıcula con k centroides seleccionados aleatoriamente dentro del con-

junto de datos

2: for t = 1 to tmax {tmax es el máximo número de iteraciones} do

3: for cada part́ıcula xi do

4: for cada vector z del conjunto de datos do

5: Calcular la distancia Euclideana d(z, cj) a todos los centroides Cj

6: Asigna z a su cluster Cj más cercano tal que la distancia a ese cluster sea la

mı́nima.

7: Calcula el fitness usando la ecuación 4.2

8: Ordena y Desactiva (part́ıcula)

9: Divide Super Centroide (part́ıcula)

10: end for

11: Actualiza la mejor posición global y la mejor posición local

12: Actualiza la velocidad y posición de la part́ıcula usando la ecuación 2.7 y 2.2, res-

pectivamente

13: end for

14: La mejor part́ıcula encontrada es el vector de centroides iniciales en el proceso de

K-means

15: repeat

16: asigna cada elemento a su cluster más cercano

17: recalcula cada centroide cj = 1
|Cj |

∑
∀z∈Cj

; donde | Cj | corresponde al número de

elementos en el cluster Cj

18: until Condición de parada sea verdadera

19: Reemplazar la mejor part́ıcula global con los centroides obtenidos por K-means

20: repeat

21: Divide Super Centroide (part́ıcula global)

22: until Condición de parada sea verdadera {No existan super centroides}
23: end for
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6.2. Experimentos y Resultados

Antes de analizar los resultados de la propuesta dinámica se ejecutó el al-

goritmo PSO+K-means con diferentes números de clusters. Este experimento

se realizó a los efectos de determinar el número de clusters adecuados según

diferentes ı́ndices para medir su calidad. De esta manera se puede estudiar

y comparar el desempeño del algoritmo que determina en forma automáti-

ca el número de clusters. En este caso, se realizan ejecuciones del algoritmo

con diferentes números de clusters y luego se analizan los resultados obte-

nidos aplicando diferentes ı́ndices de calidad de clusters. A continuación se

presentan los resultados obtenidos por el algoritmo PSO+K-means cuando

determina en forma no automática el número de clusters.

6.2.1. Determinación no automática de la cantidad de clusters

Tomando el algoritmo h́ıbrido PSO+K-means con el que se obtuvieron

mejores clusters, se lo ejecutó con diferentes números de clusters. Luego los

resultados obtenidos se analizaron a posteriori con los ı́ndices de Dunn’s,

Davis-Bouldin y el coeficiente de Silhouette que fueron definidos en las Ecua-

ciones 3.9, 3.10 y 3.8, respectivamente y presentados nuevamente a continua-

ción. Coeficiente de Silhouette Global (GS):

GSu =
1

K

c∑
j=1

Sj

donde valores grandes de Su representan clusters óptimos.

Indice de Dunn’s (D):

D(U) = mı́n
1≤i≤K

{
mı́n

1≤j≤Kj 6=i

{
δ(Ci, Cj)

máx1≤t≤K{∆(Ct)}
}}

donde valores grandes de D representan clusters óptimos.

Indice de Davis-Bouldin (DB):

DB(U) =
1

K

K∑
i=1

máx
i6=j

{
∆(Ci) + ∆(Cj)

δ(Ci, Cj)

}

en este caso valores pequeños de DB corresponden a clusters óptimos.
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Para cada una de las instancias se buscaron 2, 3, 4, 5, 6 y 7 clusters excepto

la instancia Glass que se ejecuto con 3, 4, 5, 6, 7 y 8 clusters pues esta ultima

es la que contiene 6 clusters en su estructura. Se aplicaron a cada uno de los

resultados los tres ı́ndices (Sihouette, Dunn’s y Davis-Bouldin) con el fin de

determinar el número de clusters óptimo.

La Tabla 6.1 muestra los resultados promedios de 30 corridas obtenidos para

cada una de las instancias con cada uno de los ı́ndices. La primer colum-

na corresponde al nombre de la instancia, la segunda columna represente el

ı́ndice utilizado y las restantes columnas (K = 2 a K = 7) los resultados ob-

tenidos en esa cantidad de clusters, es decir K = 2 significa que se realizó la

ejecución del algoritmo con la cantidad de clusters definidas en 2, luego en

3 y aśı sucesivamente. En la Tabla 6.1 se puede observar que para la ins-

Tabla 6.1: Resultados algoritmo PSO+K-means

Instancia Indice K=2 K=3 K=4 K=5 K=6 K=7 K=8

I19Ba50-600 Silhouette 0,484 0,574 0,657 0,405 0,265 0,182 –
I19Ba50-600 Dunn’s 2,042 1,781 3,825 0,375 0,380 0,374 –
I19Ba50-600 Davis-Bouldin 0,975 0,663 0,530 2,335 3,259 3,808 –

I43Bb10-1000 Silhouette 0,315 0,371 0,432 0,317 0,251 0,215 –
I43Bb10-1000 Dunn’s 1,227 1,376 1,704 0,646 0,623 0,636 –
I43Bb10-1000 Davis-Bouldin 1,443 1,087 0,955 1,471 1,658 1,868 –

I60Bc100-1000 Silhouette 0,518 0,539 0,612 3,049 0,275 0,191 –
I60Bc100-1000 Dunn’s 2,100 2,045 2,277 0,224 0,212 0,195
I60Bc100-1000 Davis-Bouldin 0,806 0,718 0,722 0,393 4,047 4,667 –

Iris-Plants Silhouette 0,708 0,551 0,463 0,407 0,392 0,377 –
Iris-Plants Dunn’s 3,877 2,237 1,579 1,327 1,190 1,182 –
Iris-Plants Davis-Bouldin 0,397 0,712 0,841 0,922 0,928 0,955 –

Glass Silhouette – 0,420 0,364 0,388 0,353 0,332 0,420
Glass Dunn’s – 1,542 0,887 0,703 0,628 0,509 1,542
Glass Davis-Bouldin – 0,949 1,024 0,951 0,967 1,016 0,949

TAE Silhouette 0,369 0,333 0,341 0,356 0,367 0,366 –
TAE Dunn’s 1,685 1,463 1,474 1,520 1,381 1,277 –
TAE Davis-Bouldin 1,107 1,175 1,104 1,002 0,944 0,939 –

tancia I19Ba50 − 600 donde la cantidad de clusters es de 4, los tres ı́ndices

determinan que 4 es el número de clusters óptimo. Lo mismo ocurre para la

instancia I43Bb10− 1000 que contiene 4, los tres ı́ndices obtienen 4 clusters

como la cantidad óptima. Para la instancia I60Bc100 − 1000, que contiene
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4 clusters, sólo uno de los ı́ndices obtiene como número de clusters óptimo,

4. Para la instancia Iris − Plants, que contiene 3 clusters, ninguno de los

ı́ndices obtiene 3 como número de clusters óptimo. Para la instancia Glass

que contiene 6 clusters, ninguno de los ı́ndices obtiene ese valor como número

de clusters óptimo, los tres ı́ndices obtienen 3 clusters como número óptimo.

Y finalmente para la instancia TAE, que contiene 3 clusters, ninguno de los

ı́ndices obtiene 3 como número de clusters óptimo.

Se ha buscado la cantidad de clusters óptimo, aplicando tres ı́ndices de cali-

dad, a continuación se presentarán los resultados obtenidos por la propuesta

dinámica, la cual determina en forma automática la cantidad de clusters

óptimo.

6.2.2. Determinación automática de la cantidad de clusters usan-

do PKD-G

En esta subsección se mostrarán los resultados obtenidos por la propuesta

dinámica. Se analizó la performance de este algoritmo con seis instancias, tres

instancias pertenecientes a cada uno de los grupos generados artificialmente

(I19Ba2600, I43Bb101000, I60Bc1001000) y las tres instancias de las bases

de datos reales (Iris-Plants, Glass y TAE). Para cada una de las instancias se

realizaron 150 corridas independientes. La asignación de las variables pertene-

cientes a PSO se mantuvo igual que las utilizadas en el estudio experimental

del Caṕıtulo 5. A continuación se muestran los parámetros incorporados en

este nuevo algoritmo dinámico y los valores utilizados en cada instancia:

Tabla 6.2: Valores de las instancias y valores de parámetros

Instancia Dim Tamaño Clusters MaxClu PT PA

I19Ba50-600 50 600 4 10 0,85 0,50
I43Bb10-1000 10 1000 4 10 0,85 0,50
I60Bc100-1000 100 1000 4 10 0,75 0,50
Iris-Plants 4 150 3 9 0,85 0,50
Glass 9 214 6 15 0,85 0,50
TAE 5 151 3 10 0,70 0,70

La primer columna corresponde al nombre de la instancia, la segunda
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columna (Dim) representa la dimensión de los elementos del conjunto de

datos, la tercer columna (Tamaño) corresponde a la cantidad de elementos

dentro del conjunto de datos, la cuarta columna (Clusters) corresponde a

la cantidad de clusters existentes en el conjunto de datos, las tres ultimas

columnas corresponden a la asignación de valores de los parámetros para la

propuesta dinámica. La columna denominada MaxClu representa el número

máximo de clusters definidos en cada instancia. La ante-última columna (PT )

corresponde al valor utilizado en la siguiente ecuación:

agrupamiento final = Tamaño ∗ PT (6.1)

Este valor calculado agrupamiento final es utilizado para determinar la

cantidad de elementos agrupados por los centroides y luego desactivar aque-

llos centroides que agrupen pocos elementos con el método Ordena y Desativa.

En cuanto a la última columna (PA) es el porcentaje utilizado para de-

terminar si un centroide es un “super centroide”, es decir, es un centroide

que agrupa un porcentaje muy alto de la cantidad de elementos del conjunto.

Este valor denominado superCentroide se calcula de la siguiente manera:

superCentroide = agrupamiento final ∗ PA (6.2)

El valor obtenido para superCentroide es utilizado en el método

Divide Super Centroide, para buscar dos centroides que reemplacen a ese

centroide que agrupa muchos elementos del conjunto de datos.

Los valores para PT y PA se fijaron teniendo en cuenta los mejores resul-

tados obtenidos en 30 experimentos realizados.

Los resultados obtenidos por la propuesta dinámica PKD-G se muestran a

continuación. Para todas las instancias se realizaron 150 corridas indepen-

dientes. Las caracteŕısticas del hardware y del software utilizado son las mis-

mas que las descriptas para los experimentos del Caṕıtulo 5.

La Tabla 6.3 muestra los resultados obtenidos para la instancia I19Ba50−
600 donde se puede observar que en 137 corridas se encuentran 4 clusters,

es representa el 91 % de las corridas. Recordar que este conjunto de datos

pertenece al grupo donde los clusters son 4 y fueron generados con igual

cantidad de elementos, globulares y separados (Grupo-A).
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Tabla 6.3: Resultados I19Ba50-600

Nro. Clusters Frecuencia

4 137
5 7
6 6

Tabla 6.4: Resultados I60Bc100-1000

Nro. Clusters Frecuencia

3 93
4 57

Tabla 6.5: Resultados I43Ba10-1000

Nro. Clusters Frecuencia

3 9
4 115
5 21
6 5

Tabla 6.6: Resultados TAE

Nro. Clusters Frecuencia

3 35
4 85
5 24
6 6

Tabla 6.7: Resultados Iris-Plants

Nro. Clusters Frecuencia

3 48
4 55
5 33
6 12
9 2

Tabla 6.8: Resultados Glass

Nro. Clusters Frecuencia

5 10
6 91
7 36
8 8
9 4
10 1

La Tabla 6.4 muestra los resultados obtenidos para la base de datos I60Bc100-

1000. Se puede observar que en 57 corridas se encuentran 4 clusters, esto

representa un 38 % de las corridas. Recordar que este conjunto de datos per-

tenece al grupo c donde los clusters son 4 y fueron generados con diferente

cantidad de elementos, con forma globular y separados.

La Tabla 6.5 muestra los resultados obtenidos para la instancia I43Bb10−
1000 donde se puede observar que en 115 corridas se encuentran 4 clusters,

esto representa el 77 % de las corridas. Recordar que este conjunto de datos

pertenece al grupo donde los clusters son 4 y fueron generados con igual

cantidad de elementos, con forma eĺıptica y entremezclados (Grupo-B).

La Tabla 6.6 muestra los resultados obtenidos para la instancia TAE don-

de se puede observar que en solo 35 corridas se encuentran 3 clusters, esto

representa solo 23 % de las corridas.

La Tabla 6.7 muestra los resultados obtenidos para la instancia Iris −
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Plants donde se puede observar que en 48 corridas se encuentran 3 clusters,

esto representa el 32 % de las corridas.

Finalmente, la Tabla 6.8 muestra los resultados obtenidos para la instancia

Glass donde se puede observar que en 91 corridas se encuentran 6 clusters,

esto representa el 61 % de las corridas.

Teniendo en cuenta los resultados obtenidos por PKD-G se tomó una

instancia por grupo donde no se obtuvieron los resultados esperados, y se

aplicaron los tres ı́ndices.

La Tabla 6.9 se muestra el promedio de 30 corridas independientes de los

resultados de mayor frecuencia obtenidos en las instancias I60Bc100− 1000

y TAE.

Tabla 6.9: Resultados Indices Silhouette, Dunn’s y Davis-Bouldin

Instancia Indice K=3 K=4

I60Bc100-1000 Silhouette 0,5337 0,6350
I60Bc100-1000 Dunn’s 1,128 1,875
I60Bc100-1000 Davis-Bouldin 1,739 0,656

TAE Silhouette 0,300 0,309
TAE Dunn’s 1,183 1,288
TAE Davis-Bouldin 1,385 1,194

Se puede observar que para la instancia I60Bc100−1000, que se aplicaron

los tres ı́ndices para la cantidad de clusters (3 y 4 los de mayor frecuencia en

PKD-G) se obtuvo 4 como el número óptimo de clusters.

Y para la instancia TAE, se puede observar por los resultados obtenidos que

los tres ı́ndices coinciden en que 4 el número de clusters óptimo, y en realidad

esta instancia contiene 3 clusters.

Teniendo en cuenta los resultados obtenidos con este algoritmo propuesto,

y entendiendo que se lo puede utilizar como una alternativa en la búsqueda

de clusters existentes en un conjunto de datos a continuación se presentan

dos variantes de este algoritmo con el fin de mejorar los resultados.
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6.3. Variantes de PKD-G

En la sección anterior hemos mostrado una versión de PKD-G, donde el

algoritmo de PSO implementado es un PSO global, explicado en la Sección

2.4.1. En este caso el vecindario utilizado para cada part́ıcula es todo el cúmu-

lo.

Con el fin de obtener mejoras en los resultados obtenidos se presentan dos

variantes de la propuesta. La primer variante denominada PKD-L utiliza un

PSO Local, explicado en la Sección 2.4.2. En este caso el vecindario utilizado

es de tamaño 3. Donde los vecinos para la part́ıcula i, seŕıan las part́ıculas

en las posiciones i− 1 e i + 1.

La segunda variante denominada PKD-GL es una combinación de las dos an-

teriores, donde existe la misma probabilidad para aplicar PSO Local o PSO

Global.

Se ejecutaron ambas variantes con las mismas instancias y la misma asig-

nación de las variables, que se usaron para la versión PKD-G.

La Tabla 6.10 muestra el identificador de la instancia, el número de clusters

y luego para cada algoritmo muestra la frecuencia con la que se encuentra

esa cantidad de clusters (Hits), el porcentaje que representa el valor de Hits

en 150 corridas ( %) y la cantidad de evaluaciones realizadas (Evals).

Tabla 6.10: Resultados obtenidos con PKD-G, PKD-L y PKD-GL

PKD-G PKD-L PKD-GL

Instancia Clusters Hits % Evals Hits % Evals Hits % Evals

I19Ba50-600 4 137 91 123479 141 94 121825 141 94 121776
I43Bb10-1000 4 115 77 146280 121 81 146930 118 78 148004
I60Bc100-1000 4 57 38 143429 50 33 138951 57 38 143417
Iris-Plants 3 48 32 130856 32 21 102598 43 29 108340
Glass 6 91 61 172318 96 64 170139 82 55 136207
TAE 3 35 23 255902 53 35 254930 42 28 255430

En la Tabla 6.10, se puede observar que si bien los algoritmos tienen un

comportamiento bastante similar, el algoritmo PKD-L obtiene las mejores

frecuencias en 4 de las 6 instancias (I19Ba50− 600, I43Bb10− 1000, Glass
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y TAE). Y en cuanto a las evaluaciones realizadas, la propuesta PKD-G es

la que realiza en promedio el mayor número de evaluaciones, comparada a

las evaluaciones realizadas por los otros dos algoritmos.

A continuación se mostrará la distribución de los resultados de tres instan-

cias, a través de un gráfico de cajas. Se tomaron 30 resultados de las corridas

realizadas para cada algoritmo.
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Figura 6.3: Resultados de los algoritmos PKD-G, PKD-L y PKD-GL para la medida Cuan-

tización del Error en la instancia I19Ba50-600

En Figura 6.3 se puede observar que PKD-L obtiene una mejor mediana

que los otros dos algoritmos. PKD-G presenta una figura más aplanada pero

existen muchos valores at́ıpicos.

Los resultados en la Figura 6.4 no son estad́ısticamente signaficativos para

esta medida pero se puede observar que si bien los tres algoritmos tienen un

comportamiento similar, en el cuartil superior hay una pequeña diferencia

para PKD-L donde los valores son un poco mas pequeños que los otros dos

algoritmos.

Finalmente, en la Figura 6.5 la menor mediana es obtenida por el algoritmo

PKD-GL. Aunque presenta un valor at́ıpico, se encuentran varios valores en

el cuartil inferior, que son menores a la mediana.
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Figura 6.4: Resultados de los algoritmos PKD-G, PKD-L y PKD-GL para la medida Cuan-

tización del Error en la instancia I60Bc100-1000
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Figura 6.5: Resultados de los algoritmos PKD-G, PKD-L y PKD-GL para la medida Cuan-

tización del Error en la instancia TAE

6.4. Discusión

En este caṕıtulo se ha presentado una propuesta dinámica para la deter-

minación automática del número de clusters denominada PKD-G, que es una

extensión del algoritmo PSO+K-means. Antes de realizar un estudio de los

resultados obtenidos por esta propuesta, se determina el número de clusters
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óptimo a través de los ı́ndices de validez de clusters Dunn’s, Davis-Bouldin y

Silhouette. Seguidamente se analizan los resultados obtenidos por PKD-G y

se puede decir que con ciertos conjuntos de datos, globulares y bien separados

los resultados son promisorios. Es decir, que se puede utilizar PKD-G para la

determinación del número de clusters óptimo. En los casos que los resultados

obtenidos por PKD-G no estén bien definidos (cuando no hay marcadas dife-

rencias en la frecuencia de aparición de algún cluster), este algoritmo puede

ayudar a reducir la cantidad posible de clusters a verificar con los ı́ndices

de validez de clusters. En śıntesis, esta propuesta representa una alternativa

para la determinación de clusters y predicción del número de clusters óptimo.

Finalmente, se presentan dos variantes a esta propuesta dinámica denomina-

das PKD-L y PKD-GL, con el objetivo de mejorar los resultados obtenidos

por PKD-G al variar el tipo de algoritmo de PSO utilizado en cada uno de

ellos. De los resultados obtenidos con estas variantes se puede decir que las

dos variantes propuestas presentan en general resultados más robustos que

PKD-G.
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Caṕıtulo 7

Conclusiones y Trabajos Futuros

Las metaheuŕısticas son estrategias de alto nivel que usan diferentes méto-

dos para explorar el espacio de búsqueda. Pueden clasificarse como basadas en

trayectorias y basadas en población. Las metaheuŕısiticas basadas en trayec-

toria parten de un punto y mediante la exploración del vecindario actualizan

la solución actual, generando de esa manera una trayectoria. Las basadas en

población, se caracterizan por trabajar con un conjunto de soluciones (po-

blación) en cada iteración.

PSO o Particle Swarm Optimization, que se suele traducir como optimización

por cúmulo de part́ıculas es una metaheuŕıstica poblacional. Está basada en

modelos psico-sociales respecto a la influencia y al aprendizaje social. Los

algoritmos basados en cúmulos de part́ıculas han sido aplicados exitosamente

en diferentes campos de investigación y en particular en problemas de opti-

mización.

La mineŕıa de datos es una etapa importante del proceso de KDD. Es una

técnica que permite buscar información dentro de un conjunto de datos con

la finalidad de extraer información nueva y útil que se encuentra oculta en

grandes volúmenes de datos.

El clustering es una tarea dentro de la mineŕıa de datos y consiste en agrupar

un conjunto de objetos abstractos o f́ısicos en clases similares denominadas

clusters. Existe un gran número de algoritmos de clustering y se pueden

agrupar en métodos particionales, métodos jerárquicos, métodos basados en

densidad, métodos basados en grids y basados en modelos.

Un algoritmo de clustering particional es el conocido algoritmo de K-means.

Este algoritmo es fácil de implementar y muy eficiente en términos de tiempo

109
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de ejecución. Sin embargo, es sensible a la selección de la partición inicial y

puede converger a óptimos locales.

El problema de clustering puede ser visto como un problema de optimización

donde se intenta encontrar los centroides óptimos de un cluster en lugar de

encontrar la partición óptima. Esta forma de ver el problema permite aplicar

un algoritmo de PSO a un problema de clustering.

La hibridación de metaheuŕısticas es un área promisoria de investigación y

se han obtenido exitosas aplicaciones al utilizarla.

En este trabajo se ha presentado un algoritmo h́ıbrido denominado PSO+K-

means que combina la habilidad de la búsqueda globalizada de PSO con

la búsqueda local de K-means. Se mostró que PSO+K-means logró encon-

trar en la mayoŕıa de los casos analizados mejores resultados comparados

con los obtenidos por K-means y PSO de manera individual con respecto

a la cuantización del error, las distancias Inter-Cluster e Intra-Cluster y el

valor Intra−Cluster
Inter−Cluster . Es decir, que este algoritmo h́ıbrido en general logró encon-

trar clusters más cohesionados y separados. De las instancias analizadas se

encontraron diferencias estad́ısticamente significativas entre PSO+K-means

y K-means. Además, al ver la distribución de las medianas se observó que

PSO+K-means es más robusto que K-means.

Luego se presentó una variante dinámica denominada PKD-G, que es una

extensión del algoritmo PSO+K-means. Del análisis de los resultados obteni-

dos por PKD-G se puede decir que con ciertos conjuntos de datos, globulares

y separados los resultados son promisorios. Es decir, que se puede utilizar

PKD-G para la determinación del número de clusters óptimo. En los casos

que los resultados obtenidos por PKD-G no estén bien definidos (cuando no

hay marcadas diferencias en la frecuencia de aparición de algún cluster), este

algoritmo puede ayudar a reducir la cantidad posible de clusters a verificar

con los ı́ndices de validez de clusters. Finalmente, se presentaron dos varian-

tes a esta propuesta dinámica denominadas PKD-L y PKD-GL, presentando

mejoras sobre el enfoque que utiliza PSO Global (PKD-G).

En śıntesis, la propuesta dinámica representa una alternativa para la deter-

minación de clusters y predicción de número de clusters óptimo. No obstante,

estas propuestas pueden extenderse como se detalla a continuación:
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Realizar un análisis detallado de los algoritmos propuestos teniendo en

cuenta el tiempo de computación requerido.

Incorporar a las propuestas otras métricas de distancia con el fin de

analizar si esto provoca una mejora en los resultados obtenidos.

Disminuir el número de parámetros requeridos en ambas propuestas y

definir el mayor número de parámetros de forma automática.

Probar con diferentes funciones objetivo.

Todas estas acciones podrán ser analizadas en trabajos futuros.
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Apéndice A

Anexo

En este anexo se muestra como complemento del caṕıtulo 5 los valores

promedio resumen de las 30 corridas independientes para todas las instancias

para los algoritmos PSO, K-means y PSO+K-means.

Tabla A.1: Resumen resultados obtenidos con PSO y K-means para las medidas Cuantiza-

ción del Error, Distancia Intra-Cluster, Distancia Inter-Cluster y valor Intra−Cluster
Inter−Cluster

con las

Instancias 16 a 30.

PSO K-means

Instancia C.Error Intra-C Inter-C Intra−C
Inter−C C.Error Intra-C Inter-C Intra−C

Inter−C

I16Ba2-600 34,03 43,18 155,50 0,2777 26,16 37,02 159,88 0,2315

I17Ba3-600 41,90 49,04 163,29 0,3003 32,85 46,40 154,46 0,3004

I18Ba10-600 79,28 87,48 317,54 0,2755 71,88 98,68 273,26 0,3611

I19Ba50-600 153,29 198,08 653,83 0,3029 161,65 223,59 593,78 0,3765

I20Ba100-600 233,88 283,11 906,64 0,3123 225,89 313,73 851,53 0,3684

I21Ba2-800 29,98 37,69 153,56 0,2454 27,40 38,47 156,04 0,2465

I22Ba3-800 36,96 46,31 161,74 0,2864 31,94 45,25 159,85 0,2831

I23Ba10-800 81,04 89,65 282,26 0,3176 67,40 93,85 289,76 0,3239

I24Ba50-800 153,91 199,38 654,94 0,3044 161,31 222,10 623,29 0,3563

I25Ba100-800 269,85 284,48 829,82 0,3428 228,81 313,92 902,90 0,3477

I26Ba2-1000 27,18 35,29 155,97 0,2262 24,77 35,05 159,04 0,2204

I27Ba3-1000 35,64 44,06 159,95 0,2755 31,67 44,72 156,74 0,2853

I28Ba10-1000 82,48 90,69 279,81 0,3241 70,73 97,47 270,16 0,3608

I29Ba50-1000 196,71 201,84 601,90 0,3353 163,70 225,32 608,19 0,3705

I30Ba100-1000 278,97 287,76 836,46 0,3440 232,07 319,45 861,37 0,3709
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Tabla A.2: Resumen resultados obtenidos con PSO y K-means para las medidas Cuantiza-

ción del Error, Distancia Intra-Cluster, Distancia Inter-Cluster y valor Intra−Cluster
Inter−Cluster

con las

Instancias 31 a 60 y las Instancias Iris-plants, Glass y TAE

PSO K-means

Instancia C.Error Intra-C Inter-C Intra−C
Inter−C C.Error Intra-C Inter-C Intra−C

Inter−C

I31Bb2-600 50,75 68,16 164,23 0,4150 50,45 69,20 175,63 0,3940

I32Bb3-600 64,40 87,90 166,85 0,5268 62,27 87,88 175,68 0,5002

I33Bb10-600 180,29 218,88 308,31 0,7099 159,55 225,07 335,02 0,6718

I34Bb50-600 433,38 483,53 727,95 0,6642 366,44 514,78 678,66 0,7585

I35Bb100-600 631,40 704,81 1011,78 0,6966 512,94 724,19 1057,62 0,6847

I36Bb2-800 49,11 66,95 164,28 0,4075 48,72 67,20 174,05 0,3861

I37Bb3-800 64,13 88,27 164,99 0,5350 62,31 87,49 176,50 0,4957

I38Bb10-800 166,84 213,90 316,29 0,6763 156,46 220,65 334,98 0,6587

I39Bb50-800 407,95 481,96 741,84 0,6497 369,07 518,64 713,08 0,7273

I40Bb100-800 636,40 701,12 991,78 0,7069 524,91 740,42 1030,16 0,7187

I41Bb2-1000 50,31 69,54 161,40 0,4309 50,32 69,27 173,84 0,3985

I42Bb3-1000 65,14 88,40 166,17 0,5320 63,46 88,98 177,54 0,5012

I43Bb10-1000 176,35 208,69 304,80 0,6847 151,10 213,17 341,13 0,6249

I44Bb50-1000 436,34 479,96 709,32 0,6767 349,17 492,13 734,44 0,6701

I45Bb100-1000 432,48 482,24 742,47 0,6495 520,89 733,03 1025,10 0,7151

I46Bc2-600 14,61 20,85 74,26 0,2808 15,15 21,20 74,89 0,2831

I47Bc3-600 24,51 28,52 94,28 0,3025 21,00 29,16 93,17 0,3130

I48Bc10-600 53,63 59,20 137,12 0,4317 45,18 62,75 126,91 0,4944

I49Bc50-600 122,38 123,60 304,74 0,4056 107,61 149,82 295,32 0,5073

I50Bc100-600 175,88 172,10 433,36 0,3971 150,16 209,02 432,15 0,4837

I51Bc2-800 17,08 20,99 75,21 0,2792 14,60 20,41 75,37 0,2708

I52Bc3-800 24,80 28,64 94,40 0,3034 20,57 28,48 94,45 0,3016

I53Bc10-800 48,61 52,87 144,61 0,3656 41,97 58,25 141,74 0,4110

I54Bc50-800 119,19 119,69 302,06 0,3963 103,99 144,08 310,88 0,4634

I55Bc100-800 167,84 166,62 439,30 0,3793 140,72 194,97 451,85 0,4315

I56Bc2-1000 17,33 21,03 70,98 0,2962 14,24 20,09 74,68 0,2690

I57Bc3-1000 23,86 28,05 92,46 0,3034 19,84 27,79 93,88 0,2960

I58Bc10-1000 50,05 55,16 139,46 0,3955 38,98 54,67 140,82 0,3883

I59Bc50-1000 118,49 119,64 311,24 0,3844 95,78 133,88 314,64 0,4255

I60Bc100-1000 169,12 168,68 446,02 0,3782 138,56 194,35 426,41 0,4558

Iris-plants 0,72 0,93 3,16 0,2931 0,6519 0,9243 3,2715 0,2825

Glass 1,46 1,97 3,65 0,5390 1,5829 2,2953 4,3421 0,5286

TAE 11,21 14,22 22,19 0,6409 10,1479 13,9629 20,9760 0,6657
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Tabla A.3: Resumen resultados obtenidos con PSO+K-means para las medidas Cuantiza-

ción del Error, Distancia Intra-Cluster, Distancia Inter-Cluster y valor Intra−Cluster
Inter−Cluster

con las

instancias 16 a 30

PSO+K-means

Instancia C.Error Intra-C Inter-C Intra−C
Inter−C

I16Ba2-600 25,61 36,48 158,83 0,2297

I17Ba3-600 31,92 45,37 157,50 0,2880

I18Ba10-600 63,00 88,94 292,87 0,3037

I19Ba50-600 150,25 198,08 656,81 0,3016

I20Ba100-600 232,74 283,11 917,02 0,3087

I21Ba2-800 26,06 37,00 159,35 0,2322

I22Ba3-800 31,67 44,90 160,95 0,2790

I23Ba10-800 62,33 88,32 298,37 0,2960

I24Ba50-800 151,19 199,38 659,56 0,3023

I25Ba100-800 229,14 282,65 918,31 0,3078

I26Ba2-1000 24,76 35,05 159,30 0,2200

I27Ba3-1000 31,02 44,00 158,88 0,2770

I28Ba10-1000 61,78 87,38 296,16 0,2951

I29Ba50-1000 152,76 200,18 660,91 0,3029

I30Ba100-1000 235,16 283,46 911,27 0,3111
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Tabla A.4: Resumen resultados obtenidos con PSO+K-means para las medidas Cuantiza-

ción del Error, Distancia Intra-Cluster, Distancia Inter-Cluster y valor Intra−Cluster
Inter−Cluster

con las

Instancias 31 a 60 y las Instancias Iris-plants, Glass y TAE

PSO+K-means

Instancia C.Error Intra-C Inter-C Intra−C
Inter−C

I31Bb2-600 48,62 67,87 170,75 0,3975

I32Bb3-600 60,60 86,34 171,77 0,5027

I33Bb10-600 150,18 213,11 357,47 0,5962

I34Bb50-600 357,49 476,13 778,86 0,6113

I35Bb100-600 544,98 689,99 1084,68 0,6361

I36Bb2-800 49,11 66,95 164,28 0,4075

I37Bb3-800 61,16 86,25 168,06 0,5132

I38Bb10-800 151,27 214,48 356,83 0,6011

I39Bb50-800 361,26 481,96 788,53 0,6112

I40Bb100-800 546,94 690,73 1084,37 0,6370

I41Bb2-1000 49,44 68,74 163,96 0,4192

I42Bb3-1000 62,30 87,94 170,74 0,5151

I43Bb10-1000 146,40 192,03 445,42 0,4311

I44Bb50-1000 358,86 479,95 783,88 0,6123

I45Bb100-1000 544,19 687,63 1085,23 0,6336

I46Bc2-600 14,49 20,74 73,62 0,2818

I47Bc3-600 19,07 27,09 94,78 0,2859

I48Bc10-600 38,01 53,66 145,59 0,3686

I49Bc50-600 91,06 115,11 339,81 0,3387

I50Bc100-600 145,96 161,76 470,36 0,3439

I51Bc2-800 14,25 20,20 75,69 0,2669

I52Bc3-800 19,56 27,53 95,23 0,2891

I53Bc10-800 34,68 49,14 150,78 0,3259

I54Bc50-800 90,30 115,25 339,88 0,3391

I55Bc100-800 136,10 162,22 477,52 0,3397

I56Bc2-1000 13,98 19,93 74,80 0,2664

I57Bc3-1000 18,08 25,73 96,73 0,2660

I58Bc10-1000 36,64 51,43 147,21 0,3493

I59Bc50-1000 90,11 115,02 334,93 0,3434

I60Bc100-1000 136,52 161,93 469,57 0,3449

Iris-plants 0,6450 0,9227 3,2764 0,2816

Glass 1,44 1,9628 3,8361 0,5117

TAE 9,83 13,7073 20,7376 0,6610
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Tabla A.5: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para la

medida Intra-Cluster en las Instancias 16 a 30

Intra-Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I16Ba2-600 36,53 37,02 36,48 Si 3−→ 1,2
I17Ba3-600 49,04 46,40 45,37 Si 3 −→ 1,2
I18Ba10-600 87,48 98,68 88,94 Si 2,3−→ 1
I19Ba50-600 198,08 223,59 198,08 No –
I20Ba100-600 283,11 313,73 232,74 No –
I21Ba2-800 37,69 38,47 37,00 Si 3−→ 1
I22Ba3-800 46,31 45,25 44,90 Si 2,3−→ 1
I23Ba10-800 89,65 93,85 88,32 Si 1,3−→ 2
I24Ba50-800 89,65 93,83 88,32 Si 1,3−→ 2
I25Ba100-800 199,38 222,10 199,83 Si 1,3−→ 2
I26Ba2-1000 35,29 35,05 35,05 Si 2,3−→ 1
I27Ba3-1000 44,06 44,72 44,00 Si 1,3−→ 2
I28Ba10-1000 90,69 97,47 87,38 No –
I29Ba50-1000 201,84 225,32 200,18 Si 1,3−→ 2
I30Ba100-1000 287,76 319,45 283,46 Si 3−→ 1,2
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Tabla A.6: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para la

medida Intra-Cluster en las Instancias 31-60 e Instancias Iris-plants, Glass y TAE

Intra-Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I31Bb2-600 68,16 69,20 67,87 No –
I32Bb3-600 87,90 87,88 86,34 No –
I33Bb10-600 218,88 225,07 213,11 Si 3−→ 1,2
I34Bb50-600 483,53 514,78 476,13 Si 1,3 −→ 2
I35Bb100-600 704,81 724,19 689,99 Si 2−→ 3
I36Bb2-800 66,95 67,20 66,95 No –
I37Bb3-800 88,27 87,49 86,25 Si 3−→ 1,2
I38Bb10-800 213,90 220,65 214,48 Si 3−→ 1,2
I39Bb50-800 481,96 518,64 481,96 Si 1,3 −→ 2
I40Bb100-800 701,12 740,42 690,73 Si 1,3−→ 2
I41Bb2-1000 69,54 69,27 68,74 No –
I42Bb3-1000 88,40 88,98 87,94 No –
I43Bb10-1000 208,69 213,17 192,03 Si 3−→ 1,2
I44Bb50-1000 479,96 492,13 479,95 Si 2,3−→ 1
I45Bb100-1000 482,24 733,03 687,63 Si 2,3 −→ 1
I46Bc2-600 20,85 21,20 20,74 No –
I47Bc3-600 28,52 29,16 27,09 Si 3−→ 1,2
I48Bc10-600 59,20 62,75 53,66 Si 3−→ 1,2
I49Bc50-600 123,60 149,82 115,11 Si 1,3−→ 2
I50Bc100-600 172,10 209,02 161,76 Si 1,3 −→ 2
I51Bc2-800 20,99 20,41 20,20 Si 2,3−→ 1
I52Bc3-800 28,64 28,48 27,53 Si 3−→ 1
I53Bc10-800 52,87 58,25 49,14 Si 1,3−→ 2
I54Bc50-800 119,69 144,08 115,25 Si 1,3 −→ 2
I55Bc100-800 166,62 194,97 162,22 Si 1,3−→ 2
I56Bc2-1000 21,03 20,09 19,93 Si 2,3−→ 1
I57Bc3-1000 28,05 27,79 25,73 Si 3−→ 1,2
I58Bc10-1000 55,16 54,67 51,43 No –
I59Bc50-1000 119,64 133,88 115,02 Si 1,3 −→ 2
I60Bc100-1000 168,68 194,35 161,93 Si 1,3−→ 2
Iris-plants 0,93 0,92 0,92 No –
Glass 1,97 2,30 1,96 Si 1,3−→ 2
TAE 14,22 13,96 13,71 Si 3−→ 1,2
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Tabla A.7: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para la

medida Inter-Cluster en las Instancias 16 a 30

Inter-Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I16Ba2-600 155,50 159,88 158,83 Si 1,3 −→ 2
I17Ba3-600 163,29 154,46 157,50 Si 1,3 −→2
I18Ba10-600 317,54 273,26 292,87 Si 1,3 −→ 2
I19Ba50-600 653,83 593,78 656,81 No –
I20Ba100-600 906,64 851,53 917,02 No –
I21Ba2-800 153,56 156,04 159,35 Si 1,3 −→ 2
I22Ba3-800 161,74 159,85 160,95 Si 1,3 −→ 2
I23Ba10-800 282,26 289,76 298,37 Si 2,3 −→ 1
I24Ba50-800 654,94 623,29 659,56 Si 2−→3
I25Ba100-800 829,82 902,90 918,31 Si 2,3 −→ 1
I26Ba2-1000 155,97 159,04 159,30 Si 3 −→ 1,2
I27Ba3-1000 159,95 156,74 158,88 Si 1,3 −→ 2
I28Ba10-1000 279,81 270,16 296,16 Si 3−→ 1,2
I29Ba50-1000 601,90 608,19 660,91 Si 3−→ 1,2
I30Ba100-1000 836,46 861,37 911,27 Si 2,3 −→ 1
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Tabla A.8: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para la

medida Inter-Cluster en las Instancias 31-60 e Instancias Iris-plants, Glass y TAE

Inter-Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I31Bb2-600 164,23 175,63 170,75 Si 1,3 −→2
I32Bb3-600 166,85 175,68 171,77 Si 1,3 −→ 2
I33Bb10-600 308,31 335,02 357,47 Si 3 −→1,2
I34Bb50-600 727,95 678,66 778,86 Si 3 −→ 2
I35Bb100-600 1011,78 1057,62 1084,68 Si 1 −→ 2
I36Bb2-800 164,28 174,05 164,28 Si 1,3 −→ 2
I37Bb3-800 164,99 176,50 168,06 Si 1,3 −→ 2
I38Bb10-800 316,29 334,98 356,83 Si 2,3 −→1
I39Bb50-800 741,84 713,08 788,53 Si 3 −→1,2
I40Bb100-800 991,78 1030,16 1084,37 No –
I41Bb2-1000 161,40 173,84 163,96 Si 1,3 −→ 2
I42Bb3-1000 166,17 177,54 170,74 Si 1,3 −→2
I43Bb10-1000 304,80 341,13 445,42 Si 3 −→ 1,2
I44Bb50-1000 709,32 734,44 783,88 Si 2,3 −→1
I45Bb100-1000 742,47 1025,10 1085,23 Si 2,3 −→ 1
I46Bc2-600 74,26 74,89 73,62 Si 1,3 −→ 2
I47Bc3-600 94,28 93,17 94,78 No –
I48Bc10-600 137,12 126,91 145,59 Si 3 −→ 1,2
I49Bc50-600 304,74 295,32 339,81 Si 3−→1,2
I50Bc100-600 433,36 432,15 470,36 Si 1,2 −→3
I51Bc2-800 75,21 75,37 75,69 Si 3 −→1,2
I52Bc3-800 94,40 94,45 95,23 No –
I53Bc10-800 144,61 141,74 150,78 Si 3−→2
I54Bc50-800 302,06 310,88 339,88 Si 3 −→ 1,2
I55Bc100-800 439,30 451,85 477,52 Si 3 −→1
I56Bc2-1000 70,98 74,68 74,80 Si 3 −→1,2
I57Bc3-1000 92,46 93,88 96,73 Si 2,3 −→1
I58Bc10-1000 139,46 140,82 147,21 Si 3 −→ 1
I59Bc50-1000 311,24 314,64 334,93 No –
I60Bc100-1000 446,02 426,41 469,57 No –
Iris-plants 3,16 3,2715 3,2764 Si 1,3 −→ 2
Glass 3,65 4,3421 3,8361 Si 1,3 −→ 2
TAE 22,19 20,9760 20,7376 No –
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Tabla A.9: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para el

Valor Intra−Cluster
Inter−Cluster

en las Instancias 16 a 30

Intra−Cluster
Inter−Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I16Ba2-600 0,2777 0,2315 0,2297 Si 1,3−→ 2
I17Ba3-600 0,3003 0,3004 0,2880 Si 3−→1,2
I18Ba10-600 0,2755 0,3611 0,3037 Si 1,3−→ 2
I19Ba50-600 0,3029 0,3765 0,3016 No –
I20Ba100-600 0,3123 0,3684 0,3087 No –
I21Ba2-800 0,2454 0,2465 0,2322 Si 1,3−→ 2
I22Ba3-800 0,2864 0,2831 0,2790 Si 1,3−→ 2
I23Ba10-800 0,3176 0,3239 0,2960 Si 2,3−→ 1
I24Ba50-800 0,3044 0,3563 0,3023 Si 2−→ 3
I25Ba100-800 0,3428 0,3477 0,3078 Si 2,3−→ 1
I26Ba2-1000 0,2262 0,2204 0,2200 Si 3−→ 1,2
I27Ba3-1000 0,2755 0,2853 0,2770 Si 1,3−→ 2
I28Ba10-1000 0,3241 0,3608 0,2951 Si 3−→ 1,2
I29Ba50-1000 0,3353 0,3705 0,3029 Si 3−→ 1,2
I30Ba100-1000 0,3440 0,3709 0,3111 Si 3−→ 1,2
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Tabla A.10: Resultados promedios obtenidos con PSO, K-means y PSO+K-means para el

Valor Intra−Cluster
Inter−Cluster

en las Instancias 31-60 e Instancias Iris-plants, Glass y TAE

Intra−Cluster
Inter−Cluster

Instancia PSO K-means PSO+K-means Significativas Entre-Quién

I31Bb2-600 0,4150 0,3940 0,3975 Si 1−→ 2
I32Bb3-600 0,5268 0,5002 0,5027 Si 1−→ 2
I33Bb10-600 0,7099 0,6718 0,5962 Si 3−→ 1,2
I34Bb50-600 0,6642 0,7585 0,6113 Si 3−→ 1,2
I35Bb100-600 0,6966 0,6847 0,6361 No –
I36Bb2-800 0,4075 0,3861 0,4075 Si 1,3−→ 2
I37Bb3-800 0,5350 0,4957 0,5132 Si 1−→ 2
I38Bb10-800 0,6763 0,6587 0,6011 Si 3−→ 1
I39Bb50-800 0,6497 0,7273 0,6112 Si 3−→ 1,2
I40Bb100-800 0,7069 0,7187 0,6370 No –
I41Bb2-1000 0,4309 0,3985 0,4192 Si 1,3−→ 2
I42Bb3-1000 0,5320 0,5012 0,5151 Si 1,3−→ 2
I43Bb10-1000 0,6847 0,6249 0,4311 Si 3−→ 1,2
I44Bb50-1000 0,6767 0,6701 0,6123 Si 2,3−→ 1
I45Bb100-1000 0,6495 0,7151 0,6336 No –
I46Bc2-600 0,2808 0,2831 0,2818 No –
I47Bc3-600 0,3025 0,3130 0,2859 No –
I48Bc10-600 0,4317 0,4944 0,3686 Si 3−→ 1,2
I49Bc50-600 0,4056 0,5073 0,3387 Si 3−→1,2
I50Bc100-600 0,3971 0,4837 0,3439 Si 3−→1,2
I51Bc2-800 0,2792 0,2708 0,2669 No –
I52Bc3-800 0,3034 0,3016 0,2891 No –
I53Bc10-800 0,3656 0,4110 0,3259 Si 3−→ 1,2
I54Bc50-800 0,3963 0,4634 0,3391 Si 3−→ 1,2
I55Bc100-800 0,3793 0,4315 0,3397 Si 3−→1,2
I56Bc2-1000 0,2962 0,2690 0,2664 Si 3−→ 1
I57Bc3-1000 0,3034 0,2960 0,2660 Si 3−→ 1
I58Bc10-1000 0,3955 0,3883 0,3493 Si 3−→ 1
I59Bc50-1000 0,3844 0,4255 0,3434 No –
I60Bc100-1000 0,3782 0,4558 0,3449 No –
Iris-plants 0,2931 0,2825 0,2816 Si 1,3−→ 2
Glass 0,5390 0,5286 0,5117 Si 1,3−→ 2
TAE 0,6409 0,6657 0,6610 No –
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